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基于 ＳＳＤ改进的目标检测方法研究

张俊蓉，徐长彬，唐明周，鹿　玮，卞紫阳
（华北光电技术研究所，北京１０００１５）

摘　要：为了满足目标检测任务实时性的要求，基于轻量级深度学习目标检测网络 ＳＳＤ＿Ｍｏ
ｂｉｌｅｎｅｔｖ１，通过改进其网络结构，以及增加更细粒特征图参与位置回归和分类来综合网络的上
下文信息及引入反残差模块提升网络提取特征的能力，实验表明在保证实时检测速度的同时

提高了检测精度，并在ＫＩＴＴＩ数据集上进行训练验证，取得了良好的效果。
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１　引　言
目标检测是数字图像处理和计算机视觉的重点

研究方向，广泛应用于航天事业、新零售行业、智能

家居和无人驾驶等诸多领域，通过计算机视觉可以

有效的减少人力资源损耗和加速工业化进程，具有

十分重要的应用价值［１］。因此，目标检测技术成为

了工业界和学术界近年来关注的重点方向，它是新

时代侦察系统的重点部分，也是计算机视觉的主要

应用。与此同时，随着计算机运算能力的不断加速

和互联网共享资源不断积累使得基于深度学习的目

标检测方法得到了广泛应用，这也为目标检测技术

开辟了一条新的道路，促使其更加蓬勃的发展。

２　ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１网络结构
ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１是由目标检测网络 ＳＳＤ利用

目标分类网络Ｍｏｂｉｌｎｅｔｖ１作为主干网络。该网络结
构是为了利用ＳＳＤ的高检测精度的优势，并结合可
在移动端运行的 Ｍｏｂｉｌｅｎｅｔｖ１运行速度快的特点打
造的轻量级目标检测网络结构。

３　ＳＳＤ目标检测网络
ＳＳＤ（ＳｉｎｇｌｅＳｈｏｔＭｕｌｔｉＢｏｘＤｅｔｅｃｔｏｒ）是 Ｗｅｉ

Ｌｉｕ［２］在 ＥＣＣＶ２０１６上提出的一种目标检测算法，
截至目前是主要的检测框架之一，也是 ｏｎｅｓｔａｇｅ类



目标检测算法的典型代表。其相比与 ｔｗｏｓｔａｇｅ的
ＲＣＮＮ系列少了 ＲＰＮ层的前景和背景的辨别，有明
显的速度优势，相比 ＹＯＬＯ少了全连接层和采用了
空间金字塔式的多尺度训练，又有明显的 ｍＡＰ优
势，ＳＳＤ与其他算法的平均精度对比如图１所示。

图１　ＳＳＤ与其他目标检测算法对比

Ｆｉｇ１ＣｏｍｐａｒｉｓｏｎｏｆＳＳＤａｎｄｏｔｈｅｒｔａｒｇｅｔｄｅｔｅｃｔｉｏｎａｌｇｏｒｉｔｈｍｓ

从图１可以看出 ＳＳＤ５１２的速度虽然较慢，但
其检测精度却相比于 ＹＯＬＯ系列有较大的提升，
而 ＳＳＤ３００相对精度降低，但其速度却远超其他
算法。

ＳＳＤ方法采用了端到端检测的思想，其产生
若干大小、比例的初始框集合和框中目标类别的

分数，接着是非最极大抑制步骤以产生最终检

测［３］，ＳＳＤ为了更好地结合上下文信息，采用金
字塔结构结合不同感受野大小的特征图，在多个

尺度特征图上同时进行位置回归和 ｓｏｆｔｍａｘ分
类。ＳＳＤ提取图像特征的主干网络为 ＶＧＧ－１６，
并利用了 ｃｏｎｖ４＿３／ｃｏｎｖ＿７／ｃｏｎｖ６＿２／ｃｏｎｖ７＿２／ｃｏｎｖ８
＿２／ｃｏｎｖ９＿２这些不同大小的特征图来进行位置回
归和分类，进一步提高了模型的精度和对小目标

的检测能力。

ＳＳＤ采用ＦａｓｔＲＣＮＮ生成锚框的相同思想来生
成先验框，但不同的是 ＳＳＤ采用的是多尺度的训练
方式，所以会有不同尺度特征图参与位置回归和分

类，在每个特征图上都要生成相应的先验框，ＳＳＤ生
成先验框的方式如图２所示。

如图２所示，ＳＳＤ以每个像素点的中点为中心
根据网络输入图大小和设置的比例因子（ａｓｐｅｃｔ＿ｒａ
ｔｉｏｎ）生成一系列同心的先验框，首先需要根据特征
图的先后顺序计算出一个缩放因子 ｓｋ，然后根据该
缩放因子和网络输入图的大小计算出先验框的 ｍｉｎ
＿ｓｉｚｅ和ｍａｘ＿ｓｉｚｅ。

图２　ＳＳＤ生成先验框

Ｆｉｇ２ＳＳＤｇｅｎｅｒａｔｉｏｎａｐｒｉｏｒｉｂｏｘ

缩放因子ｓｋ和ｍｉｎ＿ｓｉｚｅ及ｍａｘ＿ｓｉｚｅ的计算公式
如下：

ｓｋ ＝ｓｍｉｎ＋
ｓｍａｘ－ｓｍｉｎ
ｍ－１ （ｋ－１），ｋ∈［１，ｍ） （１）

ｍｉｎ＿ｓｉｚｅｋ ＝ｓｋ×ｉｎｐｕｔ＿ｓｉｚｅ （２）
ｍａｘ＿ｓｉｚｅｋ ＝ｓｋ×ｉｎｐｕｔ＿ｓｉｚｅ （３）

式中，ｍ是指参与位置回归和分类的特征图的数
量。在得到ｍｉｎ＿ｓｉｚｅ和 ｍａｘ＿ｓｉｚｅ值之后，会生成两

个边长分别为 ｍｉｎ＿ｓｉｚｅ和 ｍｉｎ＿ｓｉｚｅ×槡 ｍａｘ＿ｓｉｚｅ
的正方形。最后，每增加一个比例因子生成两

个高和 宽 分 别 为 槡ａｓｐｅｃｔ＿ｒａｔｉｏ×ｍｉｎ＿ｓｉｚｅ和

１
ａｓｐｅｃｔ＿ｒａｔｉ槡 ｏ×ｍｉｎ＿ｓｉｚｅ

的矩形。

在网络运行的时候不能一个特征图单独计算一

次分类和位置回归（虽然原理如此，但是不能如此

实现），图３以ｃｏｎｖ４＿３和ｆｃ７层展示 ＳＳＤ数据流动
和其分类及回归过程。

在图３中，假设待检测的目标共有２１类（包括
背景），以 ｃｏｎｖ＿４的数据维度 （１，５１２，ｈ１，ｗ１）为例
说明各符号的含义，１代表一次迭代的样本数据批
量数，５１２代表特征图的通道数，ｈｉ和 ｗｉ分别代表
该层特征图的高和宽。ｃｏｎｖ＿４的数据流动首先分
为两条线路，第一条经过ｃｏｎｖ４＿３＿ｐｒｉｏｒｂｏｘ层将数据
维度转换为 （１，２，４ｗ１ｈ１ｎｕｍ＿ｐｒｉｏｒｂｏｘ１），其表示共
生成４ｗ１ｈ１个先验框，因为在这一层每个像素点都
有４个先验框。第二条首先经过批量归一化层，然
后在分为两条线路，其中一条经过 ｃｏｎｖ４＿３＿ｎｏｒｍ＿
ｍｂｏｘ＿ｃｏｎｆ层将数据维度转化为 （１，８４，ｈ１，ｗ１），这
一层表示对先验框的分类数据维度，８４表示每个像
素点都有４个先验框，而每个先验框的类别都有２１
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种可能，最后的两次维度变化只是为了计算方便。

同理，ｆｃ７层也经过相同的变化来进行先验框分类，
最后将两层的最后一个维度拼接在一起同时计算。

第二条经过ｃｏｎｖ４＿３＿ｎｏｒｍ＿ｍｂｏｘ＿ｌｏｃ层将数据维度
转化为 （１，１６，ｈ１，ｗ１），这一层表示对先验框的位

置回归，１６表示每个像素点都有４先验框，而每个
先验框的位置维度为４维，最后的两次维度变化也
只是为了计算方便。同理，ｆｃ７层也经过相同的变化
来进行位置回归，最后将两层的最后一个维度拼接

在一起同时计算。

图３　ＳＳＤ网络数据流动示意

Ｆｉｇ３ＳＳＤｎｅｔｗｏｒｋｄａｔａｆｌｏｗｉｎｄｉｃａｔｉｏｎ

４　Ｍｏｂｉｌｅｎｅｔｖ１分类算法
ＭｏｂｉｌｅＮｅｔｖ１是谷歌在２０１７年提出的手机端的

网络架构［４］，其目的是从结构上减少网络参数，加

速网络运行。ＭｏｂｉｌｅＮｅｔｖ１模型基于如图所示深度
可分解的卷积，它可以将标准卷积分解成一个深度

卷积和一个点卷积（１×１卷积核）。深度卷积相当
于做切片卷积其输出通道与输入通道数相同，而

１×１卷积相当于对特征图的每一个像素点位置的通
道做全连接操作，其示意图如图４所示。

图４　深度分离卷积示意图

Ｆｉｇ４Ｄｅｅｐｓｅｐａｒａｔｉｏｎｃｏｎｖｏｌｕｔｉｏｎｓｃｈｅｍａｔｉｃ

图４中，Ｄｋ×Ｄｋ是卷积核的大小，Ｍ代表了卷
积核的通道数，Ｎ代表了卷积核的个数。

Ｍｏｂｉｌｅｎｅｔｖ１通过Ｄｅｐｔｈｗｉｓｅ＋Ｐｏｉｎｔｗｉｓｅ的拆分，
相当于将普通卷积的计算量压缩为：

Ｄｋ×Ｄｋ×Ｍ×ＤＦ×ＤＦ＋Ｍ×Ｎ×ＤＦ×ＤＦ
Ｄｋ×Ｄｋ×Ｍ×Ｎ×ＤＦ×ＤＦ

＝１Ｎ＋
１
Ｄ２ｋ

（１）

以上列出的是ＭｏｂｉｌｅＮｅｔｖ１的基准模型，但是有
时候需要更小的模型，引入了两个超参数：宽度因子

和分辨率因子。宽度因子的主要功能是依照一定比

例缩减通道数，将其记为α，其取值范围为（０，１］，那
么在其作用下输入与输出通道数将变为αＭ和αＮ。
第二个超参数是分辨率因子 ρ，其取值范围与宽度
因子相同为（０，１］比如原来输入特征图是 ５１２×
５１２，可以减少为３００×３００。分辨率因子用来改变
输入数据层的分辨率，同样也能减少参数。在 α和

ρ共同作用下，ＭｏｂｉｌｅＮｅｔｓ某一层的计算量为：
Ｄｋ×Ｄｋ×αＭ×ρＤＦ×ρＤＦ＋αＭ×αＮ×ρＤＦ×ρＤＦ

（２）
默认情况下这两个调节因子的值都为１，通过

自由调节宽度因子和分辨率因子的大小，可以自

由地控制模型的大小，但是如果模型的参数个数

变少的同时也会影响模型的效果。ＳＳＤ＿Ｍｏｂｉｌｅ
ｎｅｔｖ１就是以 Ｍｏｂｉｌｅｎｅｔｖ１替换 ＳＳＤ的 ＶＧＧ主干网
络，利用其深度可分离卷积网络从而达到模型压
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缩的效果。

５　算法改进及结果分析
本文对原始的 ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１算法的网络结

构进行了改进，并做了对比实验。对比实验环境为

Ｌｉｎｕｘ１６６操作系统，ＮＶＩＤＩＡ１０８０型号显卡，采用
Ｃａｆｆｅ深度学习框架。实验结果的评估指标为召回
率、精度和ＩＯＵ为０５情况下的平均精度值。在实
验过程中使用 Ｋ折交叉验证将 ＫＩＴＴＩ数据集［５］等

分为１１份，用第１１份作为测试集，在分别以剩余每
一份作为验证集，其余 ９份为相应的训练集进行
训练。

第一组实验为基础实验，使用了 ＫＩＴＴＩ数据集
的所有训练图片和类别信息，共包括车辆、行人、自

行车和背景４类目标。这组实验主要是为了测试
ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１的基本检测效果用来做对比实验。
将７８４０张图片划分为训练集，交叉验证集和测试
集。使用在 ＩｍａｇｅＮｅｔ数据集上迭代训练 ７３０００次
得到的模型参数进行迁移学习来加快网络的收敛速

度。初始学习率设定为００００５，批量数为２４，输入
图片大小为３００×３００，共迭代６００００次，ｔｏｔａｌ＿ｌｏｓｓ稳
定在２５左右，车辆检测的平均精度值为０６７，召
回率为０５５，精度值为０９，其精度－召回率曲线如
图５所示。其中，Ｃ＝４，表示训练时包含的类别为４
类（车辆、行人、自行车、背景）。

图５　车辆目标３００×３００精度－召回率曲线

Ｆｉｇ５Ｖｅｈｉｃｌｅｔａｒｇｅｔ３００×３００ａｃｃｕｒａｃｙｒｅｃａｌｌｒａｔｅｃｕｒｖｅ

第二组实验简单地希望通过增加输入图像的分

辨率来改善目标的提取能力，其采用的方法是直接

将网络输入图片的大小增加到５１２×５１２，在 ＳＳＤ＿
Ｍｏｂｉｌｅｎｅｔｖ１网络中对输入图片共进行了 ９次降采
样，并利用最后６次降采样的特征图进行多尺度的
训练，３００×３００和５１２×５１２的降采样特征图尺寸
对比如表１所示。

表１　３００×３００和５１２×５１２降采样尺寸对比
Ｔａｂ．１Ｃｏｍｐａｒｉｓｏｎｏｆ３００×３００
ａｎｄ５１２×５１２ｄｏｗｎｓａｍｐｌｉｎｇｓｉｚｅｓ

输入图片大小 输入图片大小

Ｄａｔａ ３００×３００ ５１２×５１２

ｃｏｖ０ １５０×１５０ ２５６×２５６

ｃｏｖ２ ７５×７５ １２８×１２８

ｃｏｖ４ ３８×３８ ６４×６４

ｃｏｎｖ１１ １９×１９ ３２×３２

ｃｏｎｖ１３ １０×１０ １６×１６

ｃｏｎｖ１４ ５×５ ８×８

ｃｏｎｖ１５ ２×２ ４×４

ｃｏｎｖ１６ １×１ ２×２

ｃｏｎｖ１７ １×１ １×１

从表１中可以看出，输入大小为 ３００×３００和
５１２×５１２的网络都经过了９次降采样，最终的特征
图大小都为１×１，同时ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１使用最后６
个降采样的特征图进行位置回归和分类。

将输入改为５１２×５１２，同时为防止内存溢出，
在训练时将批量数超参数改为４，在其他网络参数
不变的情况下，训练后测试得到的精度 －召回率曲
线如图６所示。

图６　车辆目标５１２×５１２时精度－召回率对比曲线

Ｆｉｇ６Ａｃｃｕｒａｃｙｒｅｃａｌｌｒａｔｉｏｃｏｍｐａｒｉｓｏｎｃｕｒｖｅ

ｆｏｒｖｅｈｉｃｌｅｔａｒｇｅｔ５１２×５１２

由图６可知，通过提高网络输入图片的大小可
有效改善网络模型的检测效果，但与此同时网络的

运行速度也会降低。最终测得５１２×５１２时模型的
平均精度为０７７５，相比于输入为３００×３００的基础
模型提高了１０％左右。

第三组实验通过增加 Ｃｏｎｖ１１层特征图上生成
的先验框个数尝试提升模型的目标检测能力，因为
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在ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１中每个尺寸的特征图像素点上
生成的先验框的大小和个数都不尽相同，每层都会

通过计算 ｍｉｎ＿ｓｉｚｅ和 ｍａｘ＿ｓｉｚｅ，并且通过给定的比
例因子生成固定大小和个数的先验框。在 ＳＳＤ＿
Ｍｏｉｌｅｎｅｔｖ１中的每个尺寸上的 ｍｉｎ＿ｓｉｚｅ和 ｍａｘ＿ｓｉｚｅ
大小和比例因子如表２所示。

表２　不同尺寸上的先验框对比图
Ｔａｂ．２Ｃｏｍｐａｒｉｓｏｎｏｆａｐｒｉｏｒｉ
ｂｏｘｅｓｏｎｄｉｆｆｅｒｅｎｔｓｉｚｅｓ

ｍｉｎ＿ｓｉｚｅ ｍａｘ＿ｓｉｚｅ 比例因子 个数

ｃｏｎｖ１１ ６０ ０ ２ ３

ｃｏｎｖ１３ １０５ １５０ ［２，３］ ６

ｃｏｎｖ１４ １５０ １９５ ［２，３］ ６

ｃｏｎｖ１５ １９５ ２４０ ［２，３］ ６

ｃｏｎｖ１６ ２４０ ２８５ ［２，３］ ６

ｃｏｎｖ１７ ２８５ ３００ ［２，３］ ６

从表２中可以看出 ｃｏｎｖ１１层每个像素点只生
成３个先验框，而且只设定了 ｍｉｎｅ＿ｓｉｚｅ＝６０，可计
算出 ｃｏｎｖ１１的特征图大小为 ６０×６０，８４８５×
４２４２，４２４２×８４８５，而由表车辆大小分布统计可
以看出目标大部分分布在３２×３２～９６×９６范围内，
所以考虑增加 ｃｏｎｖ１１在这个范围内的先验框从而
提升目标检测中等目标的能力。

首先按照ＳＳＤ论文中生成先验框的方法，按照
公式计算可得ｃｏｎｖ１１的 ｍａｘ＿ｓｉｚｅ为１０５，并且增加
比例因子为３，因此可在 ｃｏｎｖ１１的特征图上增加大
小为７９３７×７９３７，１０３９２×３４６４，３４６４×１０３９２
的先验框。在输入为５１２×５１２，批量数为４的条件
下，其他参数不变，按上述方法更改网络结构，训练

后测试结果如图７所示。

图７　ｃｏｎｖ１１增加先验框后的精度－召回率对比曲线

Ｆｉｇ７Ａｃｃｕｒａｃｙａｆｔｅｒａｄｄｉｎｇａｐｒｉｏｒｆｒａｍｅ

ｔｏｃｏｎｖ１１ｒｅｃａｌｌｒａｔｉｏｃｏｍｐａｒｉｓｏｎｃｕｒｖｅ

从图７可以看出，通过增加 ｃｏｎｖ１１层的先验框
后的平均精度为 ０７８０，相比 ５１２×５１２模型提高
００３％，提升效果不明显。

第四组对比实验通过增加ｃｏｎｖ５层的特征图参
加位置回归和分类来改善模型的目标检测能力。在

车辆目标大小分布中可知小于３２×３２的目标占总
目标的１９８％，而现有 ｃｏｎｖ１１最小的先验框大小
为６０×６０，所以期望通过增加ｃｏｎｖ５的６４×６４的尺
寸提高小目标检测能力。

通过增加ｃｏｎｖ５的输入特征图参与目标框回归
和分类，并设定该尺寸的生成框的参数为 ｍｉｎ＿ｓｉｚｅ
为３０，ｍａｘ＿ｓｉｚｅ＝６０，比例因子为［２，３］。其生成的
先验框大小分别为３０×３０，４２４２×４２４２，４２４２×
２１２１，２１２１×４２４２，５１９６×１７３２，１７３２×
５１９６。在输入为５１２×５１２，批量数为４条件下，其
他参数不变，按上述方法更改网络结构，训练后测试

结果如图８所示。

图８　车辆目标增加ｃｏｎｖ５尺寸的精度－召回率对比曲线

Ｆｉｇ８Ａｃｃｕｒａｃｙｏｆｃｏｎｖ５ｓｉｚｅｉｎｃｒｅａｓｅｆｏｒｖｅｈｉｃｌｅ

ｔａｒｇｅｔｒｅｃａｌｌｒａｔｉｏｃｏｍｐａｒｉｓｏｎｃｕｒｖｅ

从图８可以看出，通过增加 ｃｏｎｖ５的特征图参
与位置回归和分类后，平均精度为０７０９，相比于上
一组实验模型精度降低７％。

第五、六、七组实验将车辆、行人和自行车 ３
类目标改为车辆目标，在之前的训练中同时训练３
类检测目标，在网络的反向传播其他类别的信息

对于车辆目标检测相当于噪声，所以将训练的目

标改为车辆１类。将标注文件中的自行车和行人
删去，并只保留有车辆目标的图片，重新生成训练

数据集，重新训练。按照 ３类时三种改进方法的
参数设置在新构造的数据集训练后的结果如图９
所示。
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图９　车辆单目标检测的精度－召回率对比曲线

Ｆｉｇ９Ａｃｃｕｒａｃｙｏｆｖｅｈｉｃｌｅｓｉｎｇｌｅｔａｒｇｅｔ

ｄｅｔｅｃｔｉｏｎｒｅｃａｌｌｒａｔｉｏｃｏｍｐａｒｉｓｏｎｃｕｒｖｅ

从图９可以看出，通过将车辆、行人和自行车３
类目标改为车辆当目标重新训练之后，５１２×５１２
（ｃｌａｓｓ＝１）时平均精度为０７９８，同３类相比增长，
ａｄｄ＿ｃｏｎｖ１１＿ａｎｃｈｏｒ（ｃ＝１）时平均精度为０７９１，同４
类相比增长，ａｄｄ＿ｃｏｎｖ５＿ｓｃａｌｅ（ｃ＝１）时平均精度为
０７６９，同４类相比增长。

第八组实验在ｃｏｎｖ１１之前添加反残差模块，因
为ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１的特征提取能力较弱，在ｃｏｎｖ１１
之前新增反残差模块，提升网络的特征提取能力。

原始的ｃｏｎｖ１１层和添加反残差后的网络结构分
别如图１０和图１１所示。将 ｃｏｎｖ１１／ｄｗ／ｒｅｌｕ的输出
结果先经过１×１×５１２×１０２４的卷积核将原先的５１２
通道数扩张为１０２４，再经过一个３×３×１０２４的深度
卷积层，接着通过１×１×１０２４×５１２的点卷积层将通
道数压缩为５１２，最后通过ｓｕｍ层按元素相加。

在输入大小为５１２×５１２，批量数为４，其他超参
数不变，按照上述改进网络结构，得到的结果与前几

组实验对比结果如图１２所示。

图１０　ｃｏｎｖ１１原始网络结构图

Ｆｉｇ１０ｃｏｎｖ１１ｏｒｉｇｉｎａｌｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍ

图１１　添加反残差之后的ｃｏｎｖ１１结构图

Ｆｉｇ１１ｃｏｎｖ１１ｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍａｆｔｅｒａｄｄｉｎｇａｎｔｉｒｅｓｉｄｕａｌ

图１２　车辆目标增加反残差的精度－召回率对比曲线

Ｆｉｇ１２Ａｃｃｕｒａｃｙｏｆｉｎｃｒｅａｓｉｎｇａｎｔｉｒｅｓｉｄｕａｌｉｔｙｏｆｖｅｈｉｃｌｅ

ｔａｒｇｅｔｒｅｃａｌｌｒａｔｉｏｃｏｍｐａｒｉｓｏｎｃｕｒｖｅ

从图１２可以看出，通过在 ｃｏｎｖ１１层增加反残
差模块，在车辆单类目标数据集上训练测试，平均精

度为０８１１。
在以上的分析中，为了在不显著降低 ＳＳＤ＿Ｍｏ

ｂｉｌｅｎｅｔｖ１的检测速度前提下提升模型的检测精度共
进行了八组对比实验，最后一组实验相对于第一组

基础网络实验的平均精度从 ０６７７提升到了
０８１１，表３对各组实验的各项评估做出了对比。

从表３可以看出深度分离卷积可大幅度提高检
测速度，以单类数据集进行训练相对于以多类数据

集进行训练可获得更大的精度，并且以提高图像的

分辨率来提升目标检测精度的方式效果最明显（平

均精度提升约１０％），但是这也会相应的增加网络
的运行时间，其次通过在ｃｏｎｖ１１加入反残差模块也
可提高模型检测精度，这也反映了 ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１
的特征提取能力较弱，还有很大的提升空间，但其检

测速度也会大幅下降。在增加ｃｏｎｖ５的尺度训练时
精度下降是因为在ＫＩＴＴＩ训练数据集中许多小目标
未标出，在计算损失函数的时候造成较大的干扰。
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表３　各组实验评价指标结果对比
Ｔａｂ．３Ｃｏｍｐａｒｉｓｏｎｏｆｒｅｓｕｌｔｓｏｆｅａｃｈｇｒｏｕｐｏｆｅｘｐｅｒｉｍｅｎｔａｌｅｖａｌｕａｔｉｏｎｉｎｄｉｃａｔｏｒｓ

召回率 准确率 平均精度 速度（组方式）／ｍｓ 速度（分离方式）／ｍｓ 模型大小／ＭＢ

第一组 ０３７４ ０９１６ ０６７７ ２７３４１ １５５１７ ２２２

第二组 ０５５３ ０９４９ ０７７５ ２９０６３ １８１１９ ２２２

第三组 ０４８９ ０９６４ ０７８０ ３０４０７ １７３３４ ２２２

第四组 ０５４０ ０９７５ ０７０９ ３０５０４ １６４２４ ２２３

第五组 ０５６７ ０９６０ ０７９８ ３３０３１ １８１６２ ２２０

第六组 ０４９６ ０９６０ ０７９１ ３２９７１ １８２１０ ２２１

第七组 ０４８１ ０９７１ ０７６９ ３２０６１ １７３９２ ２２１

第八组 ０６０２ ０９６５ ０８１１ ３６０３１ ２０７４２ ２６３

６　结　论
本文基于 ＳＳＤ＿Ｍｏｂｉｌｅｎｅｔｖ１网络模型完成了车

辆目标的检测任务。基于ＫＩＴＴＩ数据集和ＳＳＤ＿Ｍｏ

ｂｉｌｅｎｅｔｖ１共做了八组对比实验，第一组、第二组、第

三组和第四组利用车辆、行人和自行车三类目标的

数据集分别采取了原结构网络不变、增大输入图片

尺寸、增加 ｃｏｎｖ１１层先验框个数、添加 ｃｏｎｖ５的特

征图大小参与位置回归和分类的方法提升网络检测

效果，第五组、第六组、第七组和第八组利用车辆单

目标的数据集分别采取了增大输入图片尺寸、增加

ｃｏｎｖ１１层先验框个数、添加 ｃｏｎｖ５的特征图大小参

与位置回归、在ｃｏｎｖ１１层添加反残差模块的方式提

升网络检测效果。最终，将目标检测的平均精度由

基础网络的０６６７提升到了０８１１，但其检测速度

也有所降低。
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