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基于改进深度网络的车辆乘员数量检测研究

金　鑫，胡　英
（大连海事大学船舶电气工程学院，辽宁 大连１１６０２６）

摘　要：车辆乘员数量检测研究对推进 ＨＯＶ车道建设具有重要意义，本文以 ＦａｓｔｅｒＲＣＮＮ网
络模型为基础，结合多光谱红外系统获得的汽车驾驶室图像来展开研究。现有数据中因过曝、

曝光不足等问题导致图像中目标特征差异大，网络检测的准确率不高，对此采用变形结构的卷

积计算提高特征单元的感受野和目标边缘信息的表述能力，采用变形的 ＲＯＩＰｏｏｌｉｎｇ来增强
ＲＯＩ区域特征映射后的特征表述，增强网络的泛化能力。针对在多乘员情况下，因乘员间遮挡
导致的错检、漏检等问题引入 ＫＬ损失，同时采用 ＳｏｆｔＮＭＳ与方差投票相结合的方式来改善
ＮＭＳ滤除重复目标框过程的合理性，提高了位置回归的合理性和重叠目标的预测能力，整体
检测的准确率得到提高。实验结果表明，本文网络在不同数量下算法检测的准确率得到提高，

基本可以满足行业规定大于８０％的要求。
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１　引　言
ＨＯＶ（ＨｉｇｈＯｃｃｕｐａｎｃｙＶｅｈｉｃｌｅ）车道又称多乘

员车道、高载客率车道，指规定时间对多乘员车辆

开放的车道，可以有效缓解交通拥堵问题，提高车

道的出行效率［１］。但是目前国内 ＨＯＶ车道的执
法主要通过交警现场人工排检来完成，执法效率

较低，因此设计一套自动化的车辆乘员数量检测

系统就显得十分必要。本文采用光谱红外技术与

图像融合技术设计了一套多光谱红外成像系统，

可以获得较为清晰的驾驶室内部空间图像，成像

效果如图１所示。车内乘员数量可以通过目标检
测算法来实现，在前期实验过程中发现，将乘员面

部作为检测目标时检测效果相对较好，但目标尺

寸较小，当汽车后排人员较多时容易发生遮挡，在

预测过程中容易在 ＮＭＳ过程当做相同目标被滤除
掉，同时受天气、曝光程度、光照等因素的影响，目

标在成像效果上特征差异较大，因此在检测结果

中经常出现漏报和误报。

图１　多光谱红外成像效果

Ｆｉｇ１Ｍｕｌｔｉｓｐｅｃｔｒａｌｉｎｆｒａｒｅｄｉｍａｇｉｎｇｅｆｆｅｃｔ

近年来，国内外学者针外弱小多目标检测问

题进行了深入研究，同时随着深度学习技术的成

熟发展，红外目标检测精度已经有了很大的提

升［２］。张骏等人［３］提出了一种基于 ＵＮｅｔ［４］网络
的消防红外图像的人体检测算法，通过该算法解

决了人体姿态复杂、多障碍物遮蔽等情况下的目

标识别，但是在多目标场景下检测效果还不够理

想。李承昊等人［５］提出一种可变锚框候选区域网

络的目标检测方法，通过注意力机制引导模块对

ＦａｓｔｅｒＲＣＮＮ［６］的 ＲＰＮ进行改进，并且引入了一种
置信因子的 ＮＭＳ算法，在增强候选框生成合理性
的同时提高了检测精度，但是对于目标位置回归

的精度并没有起到很好的引导作用，多目标聚集

下效果仍然不够理想。

本文在总结现有研究的基础上，以ＦａｓｔｅｒＲＣＮＮ
为基础，通过使用变形结构的卷积计算和 ＲＯＩＰｏｏ
ｌｉｎｇ来提高网络的泛化能力［７］，引入 ＫＬ损失函
数［８］来改进目标框位置回归过程，同时采用了 Ｓｏｆｔ

ＮＭＳ与方差投票相结合的方式提高 ＮＭＳ过程的合
理性，提高目标框定位精度，避免相邻目标间因目标

框重叠度大而产生误检，多乘员检测的准确率得到

明显提高。

２　ＦａｓｔｅｒＲＣＮＮ介绍
ＦａｓｔｅｒＲＣＮＮ网络将目标检测网络中特征提

取、候选区域生成、目标分类、位置回归等四个步

骤融合到一个深度网络中，实现了端到端的训练，

算法结构如图 ２所示［９］。数据在经过特征提取

后，首先经过 ＲＰＮ网络生成候选区域，接着判断候
选区域内容是否为前景，如果内容是前景，则最后

经过 ＲＯＩＰｏｏｌｉｎｇ将其映射成固定尺寸的特征图进
行目标分类和位置回归，否则放弃该候选框，ＲＰＮ
网络也会对候选框的几何坐标进行调整。所以相

比于 ＹＯＬＯ、ＳＳＤ等算法而言，ＦａｓｔｅｒＲＣＮＮ是一个
两步法的端到端训练，所以在实际表现中准确率

会更高一些。

图２　ＦａｓｔｅｒＲＣＮＮ网络结构图

Ｆｉｇ２ＦａｓｔｅｒＲＣＮＮｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

ＲＰＮ网络通过卷积运算使得候选框生成的方
式更加科学，可以有效地的将ＲＰＮ网络和特征提取
网络的权值进行共享，避免了对候选区域进行重复

的卷积运算。在ＲＰＮ网络的训练上，一般将与任意
标注框的 ＩＯＵ值最大的或者与标注框的 ＩＯＵ值大
于０７的候选框分配正样本，为 ＩＯＵ值低于 ０３的
候选框分配负样本，ＲＰＮ的损失包括分类损失和位
置回归损失，函数定义为：

Ｌ ｐ{ }
ｉ，ｔ{ }( )

ｉ
＝ １ｎｃｌｓ∑ｉ Ｌｃｌｓ ｐｉ，ｐ

( )
ｉ ＋

λ１ｎｒｅｇ∑ｉ ｐ

ｉＬｒｅｇ ｔｉ，ｔ( )

ｉ （１）

３　模型的改进
３１　变形卷积

卷积神经网络（ＣＮＮ）是一种重要的深度学习
计算，在图像分类、目标检测、语义分割等方面都有

着很成功的应用。变形卷积是指通过将可学习的

２Ｄ偏移参数添加到标准卷积中的网格采样位置，实
现了采样网格的自由变形，使得根据目标尺寸、形状
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来自适应地确定卷积区域。卷积变形前后的效果如

图３所示。从图中可以看出，变形后的卷积计算避
免了对背景区域的无用计算，计算效率得到提高，特

征单元的感受野也随之增大。

图３　采样网格的变换

Ｆｉｇ３Ｔｒａｎｓｆｏｒｍａｔｉｏｎｏｆｓａｍｐｌｉｎｇｇｒｉｄ

卷积过程主要分为两个步骤：１）在输入特征图ｘ
上使用规则网格Ｒ进行采样；２）对采样值按权重加权
求和。只要我们改变采样网格的规则性，便可实现变

形卷积。规则网格Ｒ定义了感受野大小和扩张尺度。
比如定义一个３×３的卷积核，扩张大小为１。

Ｒ＝｛（－１，－１），（－１，０），…，（０，１），（１，１）｝
对于输出特征图ｙ上每个位置ｐ０有：

ｙ（ｐ０）＝∑ｐｎ∈Ｒ
ｗ（ｐｎ）·Ｘ（ｐ０＋ｐｎ） （２）

其中，ｐｎ是网格Ｒ中的位置。
在变形卷积中，标准的格子Ｒ用 Δｐ{

ｎ ｎ＝１，…，
}Ｎ 增加了偏移量，其中 Ｎ＝ Ｒ ，则此时公式（２）

变成：

ｙｐ( )
０ ＝∑ｐｎ∈Ｒ

ｗ（ｐｎ）·ｘ（ｐ０＋ｐｎ＋Δｐｎ）（３）

现在采样是在不规则、有偏移位置（ｐｎ＋Δｐｎ）
上进行的。由于偏移量Δｐｎ通常是小数，则公式（３）
通过双线性差值变成：

ｘ( )ｐ＝∑ｑ
Ｇｑ，ｐ）·ｘ（( )ｑ （４）

其中，ｐ表示任意小数位置（ｐ＝ｐ０＋ｐｎ＋Δｐｎ）；ｑ表
示特征图ｘ中所有整体空间位置；Ｇ代表双线性插
值核。通过双线性插值变换便可以获取到变形后每

一个采样网格单元对应的像素点。Ｇ是二维的，可
表示成：

Ｇ（ｑ，ｐ）＝ｇ（ｑｘ，ｐｘ）·ｇ（ｑｙ，ｐｙ） （５）
其中，ｇ（ａ，ｂ）＝ｍａｘ（０，１－ ａ－ｂ）。

如图４所示，某一通道数为 Ｎ的特征图先经过
一层卷积获得偏移量，卷积层的输出与输入的特征

图具有相同的尺寸，但通道维数为２Ｎ，对应于 ｘ、ｙ
两个方向的偏移量。在训练期间，提取特征的卷积

核与获得偏移量的卷积核参数同时学习。

图４　３×３的变形卷积过程

Ｆｉｇ４３×３ｄｅｆｏｒｍａｔｉｏｎｃｏｎｖｏｌｕｔｉｏｎｐｒｏｃｅｓｓ

３２　变形的ＲＯＩＰｏｏｌｉｎｇ
ＲＯＩＰｏｏｌｉｎｇ是ＲＰＮ网络的中间环节，它可以将

任意大小的候选目标区域缩放成固定尺寸特征。数

据降维的池化过程会导致细节特征丢失，同时在完

成候选目标区域和深层特征的映射时还会存在非整

数倍的取整，使得采样网格是非均匀划分的，也会造

成一定的细节特征丢失，对小目标的检测精度影响

很大［１０］，对此本文展开了深入的研究。受变形卷积

的启发，本文设计了一种变形的 ＲＯＩＰｏｏｌｉｎｇ，过程
与之相似，唯一有区别的是通过全连接层求取参数，

这样是为了增强参数求取的针对性，将其与变形卷

积 学 习 过 程 区 别 开 来，偏 移 量 表 示 为

Δｐｉｊ０≤ｉ，{ }ｊ＜ｋ。

变形池化的过程如图５所示，偏移的采样方式
使得可以将采样区域重点关注在目标上，使得完成

映射的特征图尽可能多的保留目标特征，减少缩放

过程的信息丢失，提高了位置回归和目标分类的特

征质量。假设给定输入特征图ｘ和大小为ｗ×ｈ的
ＲｏＩ，并且左上角为 ｐ０，ＲＯＩＰｏｏｌｉｎｇ将 ＲｏＩ划分为 ｋ
×ｋ（ｋ为自由参数）个ｂｉｎ（粗实线框），并输出 ｋ×ｋ
特征图ｙ。对于ｙ的特征值：

ｙｉ，( )ｊ＝ｆｍａｘｐｏｏｌｘｐ０( )＋ｐｐ∈ｂｉｎ（ｉ，ｊ） （６）

其中，ｐ代表采样区域，最终取得的ｙ值为该采样区
域的最大值。变形池化可以表示：

ｙｉ，( )ｊ＝ｆｍａｘｐｏｏｌｘｐ０＋ｐ＋Δｐ( )
ｉｊｐ∈ｂｉｎ（ｉ，ｊ）

（７）

图５　变形池化过程

Ｆｉｇ５Ｄｅｆｏｒｍｅｄｐｏｏｌｉｎｇｐｒｏｃｅｓｓ

４５ 激 光 与 红 外　　　　　　　　　　　　　　　　　　　　 第５１卷



候选区域完成映射得到目标特征后，紧接着将

其均分成ｋ×ｋ的ｂｉｎ（粗实线框），第 ｉ，( )ｊ个ｂｉｎ的

几何尺度可以表示为 ｉｗｋ
≤ ｐｘ ＜ （ｉ＋１）ｗｋ

，

则变 形 后 的 可 表 示 为 （ｉ＋Δｉ）ｗｋ
≤ ｐｘ ＜

（ｉ＋Δｉ＋１）ｗｋ
，变形后的 ｂｉｎ为图中方框区域，

由于Δｐｉｊ为小数，导致其不会与原特征图的网格重
合，因此新 ｂｉｎ中的特征值要通过双线性插值的方
法求取。

４　损失函数改进
在本节首先介绍了修改后边界框的预测方式。

然后提出了ＫＬＬｏｓｓ用于训练检测网络的定位置信
度。最后，采用了ＳｏｆｔＮＭＳ与方差投票结合的方式
提高目标框回归的准确性。

４１　函数计算基础
本文与原ＦａｓｔｅｒＲＣＮＮ网络中位置预测方式不

同，为了探索学习到的坐标方差与坐标位置的内在

关系，本文在直接预测候选框坐标的同时预测和估

计坐标预测的置信度来提升位置回归过程的准确

性。本文采取预测其概率分布的形式，尽管分布可

能很复杂，例如多元高斯分布或高斯混合分布，但在

本文中，由于候选框的各个坐标相互独立，可以将其

数学模型表示为：

Ｐｅ（ｘ）＝
１
２πσ槡

２
ｅ－
（ｘ－ｘｅ）２

２σ２ （８）

其中，ｘｅ是预测的边框位置。标准差 σ代表预测
的不确定度，当 σ→ ０时，这意味着我们的网络
对目标框位置预测的置信度很高，它是在原网络

的基础上添加一个全连接层分支产生的，参考文

献［８］，可表示为如图６所示。

图６　改进后的网络结构
Ｆｉｇ６Ｔｈｅｉｍｐｒｏｖｅｄｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

同样的，我们也需要为数据中真实目标框的概

率分布建立一个数学函数，按照之前的分析，将式

（８）取σ＝０便转换为狄拉克三角函数；
ＰＤ( )ｘ＝δ（ｘ－ｘｇ） （９）

其中，ｘｇ代表标签中真实的坐标值。
４２　ＫＬ损失函数

ＫＬ又称 ＫＬ散度、相对熵，是用来描述相同
时间空间里某一概率分布像另一概率分布的拟

合情况，当 ＫＬ散度越小，两个概率分布的差异也
就越小。在本文中为了捕捉目标框预测的不确

定性，本文将高斯分布函数向狄拉克三角函数拟

合的 ＫＬ散度作为损失函数，通过训练使得 ＫＬ散
度最小。

用Ｌｒｅｇ记为目标框的误差函数：
Ｌｒｅｇ＝ＤＫＬ ＰＤ( )ｘ‖Ｐｅ( )( )ｘ

＝∫ＰＤ( )ｘｌｏｇＰＤ( )ｘｄｘ－∫ＰＤ( )ｘｌｏｇＰｅ( )ｘｄｘ

＝
（ｘｇ－ｘｅ）

２

２σ２
＋
ｌｏｇσ( )２

２ ＋ｌｏｇ（２π）２ －

Ｈ（ＰＤ（ｘ）） （１０）
ｌｏｇ（２π）
２ 和Ｈ（ＰＤ（ｘ））为常量，因此：

Ｌｒｅｇ∝
（ｘｇ－ｘｅ）

２

２σ２
＋
ｌｏｇσ( )２

２ （１１）

因为σ在分母中，会在训练时存在梯度爆炸的
现象。为了避免梯度爆炸，我们的网络实际上采用

α＝ｌｏｇσ( )２ 的方式，而不是直接预测 σ，对于

ｘｇ－ｘｅ ＞１，采用类似 ＳｍｏｏｔｈＬ１损失函数的形

式，表示为：

Ｌｒｅｇ∝
ｅ－α
２ ｘｇ－ｘ( )

ｅ
２＋１２α，ｏｔｈｅｒｗｉｓｅ

Ｌｒｅｇ∝ｅ
－α ｘｇ－ｘｅ －( )１２ ＋

１
２α，ｘｇ－ｘｅ ＞

{ １

（１２）
４３　ＮＭＳ改进

本小节采用了将 ＳｏｆｔＮＭＳ与方差投票结合的
方式对目标框筛选、目标定位等过程做出改进，前者

将ＮＭＳ中ＩＯＵ值较高的预测框重新赋值一个较低
的分数，而不是直接滤除掉，避免删除堆叠目标。由

于线性加权方式不是连续函数，这样会使得结果中

分数出现间断，因此采用高斯加权的方式：

ｓｉ＝ｓｉｅ
－
ＩＯＵ（Ｍ，ｂｉ）２

σ ，ｂｉＤ （１３）
式中，ｓｉ为第ｉ个目标框的分类得分；Ｍ表示为当前
选定得分最高的目标框；ｂｉ为当前与Ｍ进行分值抑
制计算的目标框；Ｄ为分值抑制计算完成的候选框
集合。

方差投票是指根据学习到的有重叠边界框的方
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差对候选框位置进行权重分配，受 ＳｏｆｔＮＭＳ的启
发，我们为较接近且不确定性较低的候选框分配较

高的权重。设ｘ为坐标，ｘｉ为第ｉ个候选框的坐标。
新坐标的计算如下：

ｐｉ＝ｅ
－（１－ＩＯＵ（ｂｉ，ｂ））２

σｔ

ｘ＝
∑ｉ
ｐｉｘｉ／σ

２
ｘｉ

∑ｉ
ｐｉ／σ

２
ｘｉ

（１４）

ｓｕｂｊｅｃｔｔｏＩＯＵｂｉ，( )ｂ＞０

其中，σｔ是方差投票过程可手动调整的参数。在
投票期间，两种类型的预测框将具有较低的权重：

①已学习方差较高的候选框；②与重新计算坐标
的预测框交并比较小的候选框。类别分数不参与

投票，分数较低的预测框可能具有较高的位置置

信度。

５　实验分析
实验部分首先从 ＲＰＮ网络的位置 ｌｏｓｓ回归曲

线、改进前后网络泛化能力、检测速度等方面作以分

析，然后重点在多乘员、目标存在遮挡的情况下测试

检测效果，并进行准确率统计做出定量分析，最后将

其和改进前、其他主流的目标检测网络进行对比实

验，并对实验结果进行总结。实验平台配置及相关

训练参数如表１所示。
表１　实验平台配置及相关训练参数

Ｔａｂ１Ｅｘｐｅｒｉｍｅｎｔａｌｐｌａｔｆｏｒｍｃｏｎｆｉｇｕｒａｔｉｏｎａｎｄ
ｒｅｌａｔｅｄｔｒａｉｎｉｎｇｐａｒａｍｅｔｅｒｓ

项目 名称／参数

ＧＰＵ ＮｖｉｄｉａＧｅＦｏｒｃｅＧＴＸ１０８０Ｔｉ

ＣＰＵ Ｉｎｔｅｌｉ７－７６００ｋ

ＲＡＭ １２ＧＢ

学习框架 Ｔｅｎｓｏｒｆｌｏｗ

ＣＵＤＡ ９０

训练数据量 １００００张

Ｂａｔｃｈ＿ｓｉｚｅ １２８

Ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０００１

５１　ＲＰＮ网络训练过程
ＲＰＮ网络的训练效果将直接影响目标检测的

准确率，同时为了验证损失函数改进的可行性，本文

绘制了ＲＰＮ网络改进前后的位置ｌｏｓｓ回归曲线，如
图７所示。从图中可以看出，改进后的 ＲＰＮ网络在
经过六千次迭代以后开始平稳收敛，训练过程相对

平稳，证明损失函数改进可行。此外改进后网络训

练误差的初始值明显降低，收敛速度更快，ｌｏｓｓ值收
敛更加理想，这说明网络结构改进对网络整体性能

的提升作用很大。

图７　ＲＰＮｌｏｓｓ训练曲线对比

Ｆｉｇ７ＲＰＮｌｏｓｓｔｒａｉｎｉｎｇｃｕｒｖｅｃｏｍｐａｒｉｓｏｎ

５２　ＮＭＳ改进实验
ＮＭＳ改进主要是为了使网络能够更好应对在

４＋数量乘员情况下，因目标遮挡而造成的误报问
题。一部分原因是目标遮挡会造成目标有效识别面

积变小，还有一部分原因是原ＮＭＳ中固定的ＩＯＵ阈
值很难准确适应重复目标的滤除需要。如图 ８所
示，当阈值取为０３时，原网络由于位置预测的不够
准确使得重叠目的交并比过大，造成了目标漏报，当

阈值增加到０４时，又会造成重复目标框滤除效果
不理想，造成误报。

图８　原网络测试效果

Ｆｉｇ８Ｔｈｅｏｒｉｇｉｎａｌｎｅｔｗｏｒｋｔｅｓｔｅｆｆｅｃｔ

由于ＩＯＵ阈值偏大会影响重复目标框的滤除
效果，因此选取 ＩＯＵ＝０３。图９的实验结果表明，
本文算法可以满足重叠目标的预测，目标框位置预

测的精度更高，加入方差投票改进后，目标框标记的

视觉效果更好，重叠区域变小，提高了在执法时人工

复检过程中判断证据的可靠性。
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图９　ＮＭＳ改进效果（ＩＯＵ＝０３）

Ｆｉｇ９ＮＭＳｉｍｐｒｏｖｅｍｅｎｔｅｆｆｅｃｔ（ＩＯＵ＝０３）

５３　泛化能力测试
首先测试模型的泛化能力，选取了一些典型的乘

员目标特征差异较大的数据进行测试，特征差异主要

表现在乘员脸部曝光程度、明暗差异、有口罩、手掌、帽

子遮挡等等。改进前后的检测效果如图１０所示。
由检测结果可以看出，当目标的曝光程度较高

导致面部信息缺失严重时，改进后的网络也可以对

乘员面部准确识别，并保持较高的识别分数。此外

由于照片抓拍过程的不确定性，乘员面部容易被车

窗、帽子、口罩等物体遮挡，也因此对网络的泛化能

力提出了更高的要求。从实验中可以看出原网络可

以实现对理想目标的准确识别，但当存在上述干扰

时还不能很好的胜任检测任务，在目标存在外部遮

挡导致同一类别目标特征的差异较大时，改进后的

网络的可以很好的完成检测任务，这说明变形改进

的网络计算可以尽可能多的保留目标细节特征，与

预期设想基本相符，同时目标框的位置预测更加精

准，避免了相邻目标发生重叠。

同时为了量化验证本文的改进效果，选取了多

组数据，每组２５００张图片，每类乘员数量（１～５）各
５００张，将改进后的网络和目前主流的 ＹＯＬＯｖ３、
ＭａｓｋＲＣＮＮ等检测算法分别进行实验，记录各类乘
员数量下检测的平均准确率和检测速度，统计结果

如表２所示。
从表２中数据可以看出，本文模型在各类乘员

数量下识别准确率较高，基本保证在８０％以上，检
测的速度与改进前略微降低，但仍在可承受范围之

内。与改进前相比，检测乘员越多，本文模型准确率

提升幅度越大，说明本文的ＮＭＳ改进能够很好应对
多乘员情况下重叠目标的检测。ＹＯＬＯｖ３是目前较

图１０　改进前后检测效果对比

Ｆｉｇ１０Ｃｏｍｐａｒｉｓｏｎｏｆｄｅｔｅｃｔｉｏｎｅｆｆｅｃｔｓｂｅｆｏｒｅ

ａｎｄａｆｔｅｒｉｍｐｒｏｖｅｍｅｎｔ

为优秀的目标检测网络，但其算法计算的基础是针对

正方形的图像输入，本文数据经过裁剪多余背景信息

的预处理后图像多为长方形，压缩为正方形后再输入

网络训练，这样会使得图像质量降低，网络预测的准

确率不佳。ＭａｓｋＲＣＮＮ的实验结果表明实例分割的
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效果优于一般的目标检测算法，但是语义分割网络的

加入使得网络整体的计算量增大，检测速度牺牲较

大。基于以上分析总结得知，检测精度随乘员数量增

加呈下降趋势，本文在３＋数量上准确较改进前提高
幅度更大，与其他算法相比综合检测精度、检测速度

等指标，本文算法仍是最优选择。

表２　不同算法检测效果对比
Ｔａｂ２Ｃｏｍｐａｒｉｓｏｎｏｆｄｅｔｅｃｔｉｏｎｅｆｆｅｃｔｓ

ｏｆｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

网络
平均准确率／％

１ ２ ３ ４ ５

ＦＰＳ

帧／秒

ＦａｓｔｅｒＲＣＮＮ ７４８ ７２６ ６９８ ６５４ ５８８ １７

本文 ８６８ ８３４ ８１４ ７９８ ７５２ １２

ＹＯＬＯｖ３ ６８６ ６５２ ６１８ ５７４ ５１２ ３０

ＭａｓｋＲＣＮＮ ８２４ ７８８ ７６２ ７２４ ６６８ ５

６　结　论
结合已获得的多光谱红外图像，本文以 Ｆａｓｔｅｒ

ＲＣＮＮ网络模型为基础，通过变形卷积网络结构、在
ＲＰＮ网络中目标特征图映射方式中提出变形的
ＲＯＩＰｏｏｌｉｎｇ，以提高 ＲＰＮ网络中特征映射的质量，
使其可以更多的保留目标的细节特征，网络模型的

泛化能力得到明显的提高。在位置回归过程中，ＫＬ
损失与方差投票相结合的改进方式，使得网络对于

重叠目标的识别能力明显增强。本文算法可以很好

应对在可能存在误报、漏报的情况下的目标识别。

相比于改进之前，３＋乘员数量检测准确率提升幅度
更大，虽然４＋数量乘员检测准确率还不能稳定居
于８０％以上，但在４＋数量乘员以上允许１～２名
漏报的原则下，本文算法完全可以满足实际的执法

和检测需求。但是在检测速度上相比于ＹＯＬＯｖ３还
有很大差距，提高各类数量乘员检测精度的同时提

升检测速度将作为以后主要的研究方向。
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