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地面红外目标数据联合增强方法

赵晓枫，夏玉婷，徐叶斌，牛家辉，张文文

（火箭军工程大学，陕西 西安７１００２５）

摘　要：针对地面非合作特种车辆目标红外数据获取难度大、成本高，深度学习网络小样本数
据条件下易于出现过拟合、网络泛化能力差等问题，本文以地面车辆红外数据为对象，提出了

一种基于几何－特征空间变换的数据增强方法。首先，通过高清红外设备构建了原始地面车
辆红外数据集；在此基础上，利用金字塔生成对抗网络（ＳｉｎＧＡＮ）的空间特征重构机制，联合几
何空间变换，对原始车辆红外数据进行了增广，并建立了地面目标红外数据集 ＩｎｆｒａｒｅｄＶＯＣ；
最后，利用几种不同深度学习目标检测模型对增强后的红外数据集进行测试，验证了几何－特
征空间联合变换方法数据增强的有效性，为地面非合作特种车辆红外数据增强提供了新方法。
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１　引　言
近年来，随着深度学习技术的不断发展，基于深

度学习的红外目标检测技术［１］由于能够有效减少

人的参与度，实现智能化检测，因而在军事领域中得

到了广泛关注。然而，在以数据为驱动的深度学习

领域，数据样本规模和类型分布决定了深度学习模

型的检测性能。当目标数据样本充足且分布均匀

时，是较为理想的情况，可以让深度学习网络模型的

训练过程更加平稳，使得训练好的模型具有更好的

检测性能。但是，对地面背景条件下的非合作特种



车辆进行红外目标检测时，由于非合作特种车辆红

外数据获取难度大、成本高，往往缺少充足的红外数

据样本。而在小样本数据条件下，深度学习网络易

于出现过拟合、网络泛化能力差等问题，严重影响目

标检测精度。

为减少样本数量对神经网络的影响，提高网络

泛化性能，研究人员提出了诸如正则化［２］、批量规

范化［３］、迁移学习［４－５］和预训练［６］等方法，增强网

络从原始数据中提取特征信息的能力。红外图像通

过目标与背景的辐射强度差突出目标，存在噪声大、

对比度低等问题，与可见光图像相比，缺少了色彩、

轮廓等信息，难以通过目标本身的多种特性进行检

测［７］，在地面复杂背景下，模型更容易被背景干扰，

所以并不是所有的数据增强方法都适用于红外目标

的数据增强。例如传统的色彩变幻［８］的数据增强

方法，就不适用红外图像的增广。目前常用红外图

像数据增广的方法有两类：一种是基于几何空间变

换法，通过对图像进行旋转、裁剪、镜像、随机遮

挡［９］等方法实现对原始图像数据的增强；另一种是

基于生成对抗网络的数据增强［１０］，通过博弈的方式

生成新的特征图。研究人员提出诸如提出基于空间

联合的方法，对红外舰船目标进行增广［１１］，从而获

得足够的数据来驱动神经网络对模型进行训练。

基于几何空间变换的传统数据增强方法，通过

对目标位置、角度等几何空间的变换实现对图像数

据的拓展，操作简单、方便，得到的数据具有有效性

和真实性。在一定范围内，可以改善小目标低检测

率问题［１２］，提高深度学习模型的检测精度。由于应

用范围相对有限，数据增广后，数据样本分布不均匀

的问题却没得到改善，对目标检测算法的适用性和

泛化性［１３］没有很大的提高。

基于生成对抗网络的数据增强方法，主要通过

ＧＡＮ网络来实现，ＧＡＮ网络可以对原始网络的特性
进行学习，并模仿出类似的特性［１４］，以此达到数据

增强的目的。基于生成对抗网络的增强方法可以改

善样本分布不均匀的问题，提高数据集的适用性与

泛化性。但通过单一传统的 ＧＡＮ网络对数据进行
增广时图像质量不可控，训练成本也比基于几何空

间变换的数据增强方法高。

为解决地面复杂环境下非合作特种车辆目标红

外数据获取难度大、数据样本不足的问题，本文提出

了一种基于几何－特征空间变换的地面目标红外数
据增强方法。通过红外高清相机获取地面车辆红外

数据，建立一个多角度，多背景的地面车辆红外数据

集，在此基础上，利用几何－特征空间联合变换的方
法对获取的原始红外数据进行增广，构建了数据充

足、特征分布均匀的地面车辆红外目标数据集，并设

计了目标检测精度实验和多模型测试对比实验，验

证了本文数据增强方法的有效性，证明方法可以应

用到非合作特种车辆目标红外数据增强中。

２　原始红外数据集
２１　建立数据集

本文通过使用像素分辨率为６４０×５１２的 ＴＥ
ＬＯＰＳＦＡＳＴＶ１００Ｋ中波红外热成像仪，获取不同时
段和角度的地面车辆红外图像，获得地面车辆的原

始红外图像１２００张，如图１所示。其中包含车辆在
不同背景、不同角度、不同光照条件下的红外图像，

以及不同程度遮挡下的车辆红外图像。

图１　原始红外图像

Ｆｉｇ１Ｏｒｉｇｉｎａｌｉｎｆｒａｒｅｄｉｍａｇｅ

２２　数据处理
原始数据收集后，使用软件精灵标注助手（Ｃｏ

ｌａｂｅｌｅｒ）对原始红外图像进行标注，生成包含车辆类
别和位置信息的 ｘｍｌ文件，并将处理好的图像制作
成ＯｒｉｇｉｎａｌＶＯＣ数据集，数据集结构如图２所示。
３　数据增强

基于深度学习的数据增强技术主要从数据扩充

的角度对模型进行性能上的提升，而不是改变深度

模型的网络结构［１５］。当数据集中的目标大小、特征

等均匀分布时，是较为理想的情况，能使模型的训练
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过程更加平稳，训练好的模型会具有较好的泛化性

和检测精度。但实际采样得到的数据特征往往具有

人为的因素，无法覆盖所有的场景，从而导致网络训

练结果不理想。

图２　数据集结构图

Ｆｉｇ２Ｄａｔａｓｅｔｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍ

通常，在制备原始红外图像数据集时，往往会受

到数据采集场景、采集时间、采集温度的影响，出现

样本集中呈现正态分布，甚至长尾分布的情况。而

且在模型训练的时候，占比较大的容易出现过拟合，

而占比较少的分布出现欠拟合甚至被其他数据淹没

无法有效训练的情况，严重影响了所训练模型的泛

化性能。所以为改善原始数据难以获取、数量少，且

样本分布不均匀的情况，从基于几何空间变换的方

法和基于生成对抗网络的方法对有限的数据进行增

强，从而获得足够的数据来驱动神经网络对模型进

行训练，克服训练过程中由于数据长尾分布导致训

练的模型的过拟合问题，提高神经网络的泛化性。

３１　几何－空间联合变换的数据增强方法
基于几何变换的数据增强方法，方法容易实现，

得到的数据集在样本数量和质量上也有一定程度提

高，丰富样本角度信息，能够减少网络内部协方差位

移带来的尺度敏感，使模型训练更加稳定。但是增

广后的数据样本并没有改变其目标的空间特征，对

样本分布及其多样性的增强效果较弱，不能有效改

善数据集的长尾分布情况，训练时容易出现过拟合。

基于生成对抗网络的数据增强方法，生成的图像可

以达到以假乱真的效果，增广后增加了数据的多样

性，样本分布更均匀。但是完全依靠网络生成，图像

质量不可控，模型训练成本也很大。

结合以上两种方法的优缺点，提出基于几何 －
空间联合变换的红外数据增强方法。对复杂背景下

的地面车辆原始数据集分别进行数据增广，筛选后

混合得到最终的数据集。既增加了数据的真实性和

有效性，也增加了样本的多样性。

图３　数据增强方法流程图

Ｆｉｇ３Ｆｌｏｗｓｈｅｅｔｏｆｔｈｅｄａｔａｅｎｈａｎｃｅｍｅｎｔｍｅｔｈｏｄ

３２　基于几何变换的数据增强
图像的几何变换又称为图像的空间变换，它是

将一幅图像中的坐标位置映射到另一幅图像中的新

坐标位置，不改变图像的像素值，主要有图像的旋

转、裁剪、镜像、随机遮挡等方法实现对原始图像数

据的增强。这种图像增强方法能够保持数据集的有

效性和真实性，可以增加了原有数据集中图片的数

量，并制造遮挡、拼接等场景的，增加数据集的数量。

图４　基于几何变换的数据增强

Ｆｉｇ４Ｄａｔａａｕｇｍｅｎｔａｔｉｏｎｂａｓｅｄｏｎｇｅｏｍｅｔｒｉｃｓｐａｃｅ

经过几何变换增强后的数据集，样本数量达到

了１４００张，通过筛选得到了具有２０００张图像的基
于几何变换增强的数据集 ＧｅｏｍｅｔｒｙＶＯＣ。通过对
原始数据集基于空间几何变换的方法进行数据集增

强，得到的增强后的图像如图５所示。

图５　基于空间几何变换后的数据增强结果

Ｆｉｇ５Ｄａｔａｅｎｈａｎｃｅｍｅｎｔｒｅｓｕｌｔｓｂａｓｅｄ

ｏｎｓｐａｔｉａｌｇｅｏｍｅｔｒｉｃｔｒａｎｓｆｏｒｍａｔｉｏｎ
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３３　基于生成对抗网络的数据增强方法
３３１　ＧＡＮ网络

自Ｇｏｏｄｆｅｌｌｏｗ等人［１６］于２０１４年提出ＧＡＮ（Ｇｅｎ
ｅｒａｔｉｖｅＡｄｖｅｒｓａｒｉａｌＮｅｔｗｏｒｋ），ＧＡＮ可以在一个数据集
上以无监督的方式进行训练，进而可以生成与原数据

集中样本相似的新样本。ＧＡＮ起源于博弈思想，通
过一个生成器与一个判别器之间的相互博弈，使生成

的图片达到与原始图片相似甚至一致的效果。生成

器Ｇｎ能够通过特征拟合的方式，学习当前样本的特
征并生成类似的特征，判别器Ｄｎ则收集样本的特征
信息，然后进行对Ｇｎ生成的图像进行鉴定，判断其是
否符合原始数据特征，若符合则通过生成，不符合则

继续训练，直至生成能瞒过判别器的图像。

３３２　ＳｉｎＧＡＮ网络
空间多尺度生成对抗网络（ＳｉｎＧＡＮ）如图５所

示，ＳｉｎＧＡＮ［１７］是基于ＧＡＮ的无条件生成模型，可以
从单幅图像中学习，通过捕捉图像内部块的分布信

息，生成逼真的高质量图像［１８］。与传统的ＧＡＮ网络
不同，ＳｉｎＧＡＮ不需要特定类别的数据集进行训练，图
像是纯粹生成的，能适用于许多不同的图像处理任务

中。其内部包含一个金字塔结构的全卷积 ＧＡＮ，每
一层负责学习图像不同尺度的分布信息，然后生成具

有任意尺寸的新样本，这些样本与输入图像不同，同

时又可以保持训练图像的整体结构和纹理特征，满足

目标检测模型的训练要求。所以采用基于 ＳｉｎＧＡＮ
的数据增强方法对地面车辆的红外数据进行增广，增

广后得到的数据样本更真实丰富，特征分布更均匀。

图６　ＳｉｎＧＡＮ生成对抗网络原理

Ｆｉｇ６ＰｒｉｎｃｉｐｌｅｏｆＳｉｎＧＡＮｃｏｕｎｔｅｒｍｅａｓｕｒｅｇｅｎｅｒａｔｉｏｎｎｅｔｗｏｒｋ

ＳｉｎＧＡＮ模型拥有金字塔式结构的生成器：
｛Ｇ０，Ｇ１…Ｇｎ｝，训练了图像 ｘ的金字塔形式｛ｘ０，

ｘ１…ｘｎ｝，这里，ｘｎ是ｘ通过因素Ｒ
ｎ进行下采样得到

的版本，其中Ｒ＞１。每一个生成器都对应着图像
ｘｎ，这是通过对抗得到的，Ｇｎ学习着去欺骗一个鉴
别器Ｄｎ，Ｄｎ则尝试着区分从ｘｎ中生成的样本。

金字塔的层数代表了图像的尺度，由图像的大

小决定，输入的图像越大，尺度越多，金字塔的层数

就越多。底层由网络生成，从下往上，每一层的输出

都是上一层的输出按比例添加随机噪声得到的。所

有的判别器和生成器都有相同的接受域，因此在上

升生成过程的时候，逐步减小所捕获结构的尺度。

也就是Ｇｎ的特征图添加空白高斯噪声ｚＮ后再进入

到 槇ｘＮ，表达式为：

槇ｘＮ ＝ＧＮ（ｚＮ） （１）

Ｇｎ生成假图像 槇ｘＮ后，和真实图像一起输入判别器
Ｄｎ进行判别。同时，再和上采样得到的图像融合空白
的噪声Ｚｎ也一起作为输入，传送至下一个的生成器，
再由该生成器生成当前尺度下的假图像，表达式为：

槇ｘｎ ＝Ｇｎ（ｚｎ，（槇ｘｎ＋１）↑
ｒ），ｎ＜Ｎ （２）

不仅如此，倒金字塔结构自下而上的每一层，生

成器都会弥补上一层缺失的信息，逐步生成细节丰

富、真实的图像。而其中卷积层的作用就是去修复

（槇ｘｎ＋１）↑
ｒ中丢失的细节，表达式为：

槇ｘｎ ＝（槇ｘｎ＋１）↑
ｒ＋ψｎ（ｚｎ＋（槇ｘｎ＋１）↑

ｒ） （３）
这里，ψｎ是拥有形式是ＣｏｎｖＢＮＬｅａｋｙＲｅＬＵ的５个
卷积块组成的一个全卷积网络。最粗糙的尺度是从

图像中的３２×３２大小的尺度开始，并且每４个尺度
增加这个数字的２倍。
３３３　基于ＳｉｎＧＡＮ的数据增强

通过ＳｉｎＧＡＮ网络对地面车辆数据集中样本较少
的图像进行增强，生成和原始数据接近的新图像，从而

实现数据增广。ＳｉｎＧＡＮ中每个金字塔都负责捕获不
同尺度上的斑块分布，网络的每一层有一组生成器和

判别器负责当前尺度下的图像生成。从下到上，Ｓｉｎ
ＧＡＮ模型的感受野逐次变小，忽略全局信息，生成的图
像信息逐渐精细，最终得到局部信息丰富的完整图像，

图７为ＳｉｎＧＡＮ的训练流程图。基于生成对抗网络的
数据增强方法能够解决样本数量少，得到的数据集特

征分布更均匀，改善数据长尾效应和过拟合问题。

４　实验结果与分析
４１　实验平台与算法有效性评估指标

实验平台：使用系统为Ｕｂｕｎｔｕ１８０４，ＣＰＵ为 Ｉｎ
ｔｅｒ（Ｒ）Ｘｅｏｎ（Ｒ）Ｐｌａｔｉｎｕｍ８１５１ＣＰＵ＠３４０Ｇｈｚ，ＧＰＵ
为ＮＶＩＤＩＡＱｕａｒｄｒｏＧＶ１００，在ｐｙｔｏｒｃｈ１７１框架下采
用ＣＵＤＡ１１０和ｃｕｄｎｎ８０４３０进行加速训练。
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图７　ＳｉｎＧＡＮ训练流程图

Ｆｉｇ７ＳｉｎＧＡＮｔｒａｉｎｉｎｇｆｌｏｗｃｈａｒｔ

４２　数据增强实验
通过ＳｉｎＧＡＮ网络对原始红外图像进行数据增

广，训练的过程中，判别器和生成器的学习率均设置

为００００５，每个尺寸的训练迭代次数设置为１００００，
噪声权重设置为０１。对生成的新图像进行筛选，
除去部分拟合效果不好的图像，从而实现丰富数据

集的样本分布的目的，完成数据集的扩充，得到了具

有１６００张图像的基于空间变换增强方法的数据集
ＡｕｇｍｅｎｔｅｄＶＯＣ，如图８所示。

图８　基于生成对抗网络的数据增强结果

Ｆｉｇ８Ｄａｔａｅｎｈａｎｃｅｍｅｎｔｒｅｓｕｌｔｓｂａｓｅｄｏｎｇｅｎｅｒａｔｉｖｅ

ａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ

通过红外数据增广后，最终得到的地面车辆目

标红外数据集ＩｎｆｒａｒｅｄＶＯＣ如图９所示。

图９　尺寸为４８０×４８０的数据集

Ｆｉｇ９Ｓｉｚｅ４８０×４８０ｄａｔａｓｅｔｓ

经过以上工作，本文共得到四个地面车辆的

红外数据集：具有１２００张图像的原始数据集 Ｏｒｉｇ
ｉｎａｌＶＯＣ；具有２０００张图像的基于几何变换增强
数据集 ＧｅｏｍｅｔｒｙＶＯＣ；具有１６００张图像的基于空
间变换增强数据集 ＡｕｇｍｅｎｔｅｄＶＯＣ；具有 ２４００张
图像的最终数据集 ＩｎｆｒａｒｅｄＶＯＣ，各数据集的构成
如表１所示。

表１　各数据集组成
Ｔａｂ１Ｃｏｍｐｏｓｉｔｉｏｎｏｆｄａｔａｓｅｔｓ

Ｏｒｉｇｉｎａｌ
ＶＯＣ

Ｇｅｏｍｅｔｒｙ
ＶＯＣ

Ａｕｇｍｅｎｔｅｄ
ＶＯＣ

Ｉｎｆｒａｒｅｄ
ＶＯＣ

原始图像 √ √ √ √

几何变换 ／ √ ／ √

空间变换 ／ ／ √ √

４３　检验数据集有效性的数量实验
为验证建立的红外数据集的科学性和合理性，

与公开的标准可见光数据集 ＰＡＳＣＡＬＶＯＣ２００７中
各类样本数量进行对比。如图１０所示，其中黑色为
原始数据集 Ｏｒｉｇｉｎａｌ－ＶＯＣ中的目标类别和数量；
白色为增强之后的数据集 ＩｎｆｒａｒｅｄＶＯＣ中目标类别
和数量；灰色为标准可见光数据集 ＰＡＳＣＡＬ
ＶＯＣ２００７中目标类别和数量。从图中可以看出，
ＯｒｉｇｉｎａｌＶＯＣ数据集中小汽车和公交车的数量分别
为９６３张和５２８张，而 ＰＡＳＣＡＬＶＯＣ２００７数据集中
数量少于５２８张图像的有１２类，少于９６３张图像的
有１７类，表明ＯｒｉｇｉｎａｌＶＯＣ数据集中小汽车和公交
车的数量已经达到对目标检测模型的训练和评估的

标准。经过空间几何变换和空间特征变换后的 Ｉｎ
ｆｒａｒｅｄＶＯＣ数据集中小汽车和公交车的数量分别为
１９５９张和１４６８张，而 ＰＡＳＣＡＬＶＯＣ２００７数据集中
仅有“人”这一类标签数量高于１４６８张图像，说明
经过增强后的数据集在数量方面已经满足应用于目

标检测模型的训练和评估。

４４　检验数据集有效性的多模型训练实验
为了检验建立的数据集是否满足目标检测模型

的训练需求，以及增强后的数据集是否可以提升模

型的训练效果，本节使用 ＯｒｉｇｉｎａｌＶＯＣ、Ｇｅｏｍｅｔｒｙ
ＶＯＣ、ＡｕｇｍｅｎｔｅｄＶＯＣ和 ＩｎｆｒａｒｅｄＶＯＣ四个数据集
分别训练ＦａｓｔｅｒＲＣＮＮ、ＳＳＤ、ＹＯＬＯｖ３、ＦＣＯＳ等主流
目标检测模型，并通过模型的检测精度 ＡＰ、损失曲
线的变化以及目标检测可视化对比图评估数据集的
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效果。训练时，各模型的训练参数按照原论文中的

参数设定，均运行１００个Ｅｐｏｃｈ完成模型的训练。

图１０　ＶＯＣ２００７与ＯｒｉｇｉｎａｌＶＯＣ、ＩｎｆｒａｒｅｄＶＯＣ数量关系对比图

Ｆｉｇ１０ＣｏｍｐａｒｉｓｏｎｏｆＶＯＣ２００７ｗｉｔｈＯｒｉｇｉｎａｌＶＯＣ

ａｎｄＩｎｆｒａｒｅｄＶＯＣｑｕａｎｔｉｔｉｅｓ

表２是基于不同数据集训练的四种目标检测模
型结果，从表中可以看到四个目标检测模型在使用

不同程度的增强数据集训练之后，其检测精度均有

提升。而不同的目标检测模型因为自身的特征提取

和对各级特征使用方式的不同，其检测精度的提升

对不同增强方法略有差别。不管是空间几何变换还

是空间特征的变化都有利于提升目标检测模型的精

度，结合两种数据增强方法得到的最终的标准数据

集的精度提升效果更好。

表２　基于不同数据集训练的四种
目标检测模型的ＡＰ值

Ｔａｂ２Ｄｅｔｅｃｔｉｏｎａｃｃｕｒａｃｙｏｆｆｏｕｒｔａｒｇｅｔｄｅｔｅｃｔｉｏｎ
ｍｏｄｅｌｓｂａｓｅｄｏｎｄｉｆｆｅｒｅｎｔｄａｔａｓｅｔｔｒａｉｎｉｎｇ

ＦａｓｔｅｒＲＣＮＮ／％ ＳＳＤ３００％ ＹＯＬＯｖ３％ ＦＣＯＳ％

ＯｒｉｇｉｎａｌＶＯＣ ７５５ ７０１ ７４４ ７２９

ＧｅｏｍｅｔｒｙＶＯＣ ７５９ ７０８ ７５１ ７３４

ＡｕｇｍｅｎｔｅｄＶＯＣ ７６１ ７０６ ７５３ ７３３

ＩｎｆｒａｒｅｄＶＯＣ ７７１ ７１０ ７５８ ７３８

图１１是各模型在训练过程中的损失曲线图。
从各模型训练过程中的损失曲线可以看出，增强

后的数据集训练的模型，损失函数值更小，收敛过

程更加平滑，收敛速度也更快，且使用 Ｉｎｆｒａｒｅｄ
ＶＯＣ数据集的曲线得到了一个较为理想的拟合状
态，尤其是在 ＦＣＯＳ模型上拟合效果最好，说明通
过基于几何 －特征空间数据增强方法得到的数据
集在训练网络模型时，能够有效改善数据样本少

和样本分布不均匀给模型训练带来的过拟合现

象，提高了网络的泛化性能，验证了方法的有效性

和可行性。

　　（ａ）ＦａｓｔｅｒＣＮＮ

　　（ｂ）ＳＳＤ

　　（ｃ）ＹＯＬＯ

　　（ｄ）ＦＣＯＳ
图１１　各数据集在不同目标检测模型上的Ｌｏｓｓ曲线对比图

Ｆｉｇ１１ＣｏｍｐａｒｉｓｏｎｏｆＬｏｓｓｃｕｒｖｅｓｆｏｒｅａｃｈｄａｔａｓｅｔ
ｏｎｄｉｆｆｅｒｅｎｔｔａｒｇｅｔｄｅｔｅｃｔｉｏｎｍｏｄｅｌｓ
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４５　目标检测可视化实验
为更清晰地表明方法有效性，满足目标检测模

型的训练需求，并提升模型的训练效果，本节使用

ＯｒｉｇｉｎａｌＶＯＣ和ＩｎｆｒａｒｅｄＶＯＣ两个数据集分别训练
ＦａｓｔｅｒＲＣＮＮ、ＳＳＤ、ＹＯＬＯｖ３、ＦＣＯＳ等主流目标检测
模型。训练时，各模型的训练参数按照原论文中的

参数设定，均运行３００个Ｅｐｏｃｈ完成模型的训练，并
获得可视化结果如图１２所示。可知经过基于几何
－特征空间联合变换的方法增广后的数据，有效提
高了网络的检测精度，实验证明本文数据增强方法

的有效性。

图１２　目标检测可视化对比图

Ｆｉｇ１２Ｖｉｓｕａｌｃｏｍｐａｒｉｓｏｎｏｆｔａｒｇｅｔｄｅｔｅｃｔｉｏｎ

５　结　论
本文针对非合作特种车辆的数据获取难等问

题，提出了一种基于几何 －特征空间联合变换的方
法。首先，构建地面车辆红外数据集；然后，通过几

何空间增广和局部特征感受野自适应的生成对抗网

络，分别对原始车辆红外数据进行增广，建立了地面

车辆目标红外数据集 ＩｎｆｒａｒｅｄＶＯＣ。最后，通过四
种主流深度学习目标检测网络对建立的地面车辆目

标红外标准数据集 ＩｎｆｒａｒｅｄＶＯＣ进行了测试验证，
实验结果表明利用增强后的数据集对目标检测网络

进行训练后，四种深度学习网络的泛化性能和目标

检测精度均有提高，验证了本文方法的有效性。
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