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图像与稀疏激光点融合的单目深度估计

蔡文靖，刘　鑫，王礼贺，纪宇航
（华北光电技术研究所，北京１０００１５）

摘　要：近年来，随着深度学习的快速发展，涌现出大量单目深度估计算法。但由于缺乏视差
等几何约束，限制了算法深度预测精度的进一步提升，无法满足实际应用的需求。因此本文提

出了一个二维图像与稀疏激光点融合的深度估计网络，通过实时输入少量激光点的高精度测

距结果，提高深度预测精度；其次，为解决自采集数据激光雷达点分布不均匀问题，在有监督网

络基础上，加入相对位姿估计网络与深度估计网络联合训练，同时增加光度一致性、深度重投

影两个损失函数；最终，利用自采集数据进行实验分析，实验结果表明，当使用１６０个激光点
时，即可将深度预测绝对相对误差由１０１％降至７６％，当使用１２８０个激光点时，深度预测
绝对相对误差变化趋于平稳，降至４１％。
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１　引　言
目前视频图像在自动驾驶、安防监控、教育医

疗等场景都有广泛应用，但相机成像基于小孔成

像原理，成像过程可以看做将三维空间的场景投

影到二维平面上，在投影过程中丢失了三维场景

的深度信息，如果可以获得图像对应的深度数据，

将大大提升图像在环境感知、增强现实、三维重建

等领域的能力。



基于图像的深度估计主要分为单目、双目、多目

深度估计方法，双目、多目对相机内参、基线等要求

较高，相较之下单目深度估计对硬件的需求简单，已

有大量相关研究。早期基于图像深度线索的深度估

计，主要包括消失点［１］、聚焦［２］、阴影［３］、运动恢复

结构（ＳＦＭ）［４］等，但其存在一些问题无法广泛应
用，如精度较低，对场景要求较高，依赖特征提取与

匹配，在场景缺乏细节信息时效果不好，计算量大无

法实时运行等等。近年来，随着深度学习的快速发

展，大量学者开始研究基于深度学习的单目深度估

计算法［５－７］。

Ｅｉｇｅｎ等人［８］首次将深度卷积神经网络引入单

目深度估计中，提出通过多尺度ＣＮＮ网络预测图像
的深度，该方法通过一个全局粗网络，根据全局信息

对整幅图像的深度进行初步预测，之后通过一个局

部精网络，根据局部信息对初始深度进行优化，但该

方法的边界比较模糊，且只适用于室内场景。针对

室外场景的深度估计，Ｋｕｚｎｉｅｔｓｏｖ等人［９］提出有监

督学习与无监督学习结合的方法，由于，室外场景很

难获取与图像匹配的稠密深度真值，因此在有稀疏

激光点的区域进行有监督学习，在没有真值的区域

利用双目内参、基线的参数进行无监督学习，有监督

与无监督结合可解决局部最优解问题，同时提高有

监督学习的速度。Ｌｉ等人［１０］提出学习深度与深度

梯度的双流框架，通过深度与梯度的融合，提升模型

的泛化能力，得到更丰富的细节信息。该方法包含

两个分支，均采用 ＶＧＧ１６网络结构，同时也可用
ＶＧＧ１９、ＲｅｓＮｅｔ等卷积神经网络替换。

基于单目图像的深度估计问题，本身是一个不

适定问题［１１］，由于缺乏视差等几何约束，现有算法

的深度预测精度有限，在 ＫＩＴＴＩ数据集［１２］中的绝对

相对误差一般在１０％左右，这限制了算法在实际中
的应用。为进一步提高单目深度估计算法的精度，

使其可以在实际中广泛应用，本文提出通过引入少

量激光点提升算法精度。首先，提出一个二维图像

与稀疏激光点融合的深度估计网络，将图像与激光

点分别通过残差神经网络（ＲｅｓＮｅｔ）进行编码，特征
图融合后进行解码得到深度图；其次，为解决自采集

数据激光雷达分布不均匀问题，增加相对位姿估计

网络，以及光度一致性、深度重投影误差两个损失函

数；最后，通过融合不同数量的稀疏激光点对比实

验，为激光与相机结合的硬件设计提供思路。在自

采集数据中的实验结果表明，当引入１６０个激光点
时，即可将深度预测绝对相对误差从无激光点的

１０１％降低至７６％，当引入１２８０个激光点时，深
度预测绝对相对误差的降低趋于平稳达到４１％。
２　网络模型
２１　网络结构

本文采用双分支编码器与混合解码器的结构，

采用ＲｅｓＮｅｔ［１３］作为图像与稀疏激光点的编码器，分
别提取图像与激光点的特征图并融合，之后使用多

尺度跳跃连接结构的网络解码器对融合特征解码，

得到深度图。整体网络结构如图１所示。

图１　网络结构图
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２１１　残差神经网络
本文采用残差神经网络 ＲｅｓＮｅｔ１８作为两个分

支的编码器，ＲｅｓＮｅｔ１８包括１７个卷基层和１个全
连接层。网络结构主要包括 ４个残差块，每个残
差块由两个ｂｕｉｌｄｉｎｇｂｌｏｃｋ组成，每个ｂｕｉｌｄｉｎｇｂｌｏｃｋ
包括２个３×３卷积、２个批量归一化（ＢａｔｃｈＮｏｒ
ｍａｌｉｚａｔｉｏｎ，ＢＮ）、以及２个激活函数。其中，残差块
１～４中的卷积厚度分别为６４，１２８，２５６，５１２，激活
函数统一采用 ＲｅＬＵ激活函数。具体结构如图 ２
所示。

图２　ＲｅｓＮｅｔ１８结构图

Ｆｉｇ．２ＴｈｅｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍｏｆＲｅｓＮｅｔ１８

解码器由５个反卷积模块组成，每个模块分别
由３×３卷积 －激活函数 ＲｅＬＵ－３×３卷积 －激活
函数ＲｅＬＵ－上采样构成。其中每个模块将特征图
进行２倍的上采样，逐步将特征图恢复至原始图像
的分辨率。此外，为利用编码器中的底层图片特征，
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编解码之间采用跳跃连接的方式，每个反卷积模块

的第一个卷积－激活函数输出，与编码器对应分辨
率的特征图进行 ｃｏｎｃａｔｅｎａｔｅ连接，之后一起输入至
第二个卷积中。第２～５个反卷积模块的输出特征
图通过一个带 ｓｉｇｍｏｉｄ激活函数的３×３卷积层，可
得到４个不同分辨率的深度图。训练时，对４个深
度图均进行监督；系统实际运行时，直接使用最后输

出的最高分辨率的深度图。

２１２　双分支编码
为了进一步提高深度预测的精度，本文融合少

量高精度激光测距数据，将激光雷达的激光点投影

到图像二维平面上，随机选取 Ｎ个点作为网络输入
的稀疏激光点，Ｎ＞０，在第３节中将介绍 Ｎ取不同
值时对深度预测的优化效果。

然而激光点投影到二维图像上非常稀疏，且激

光点是随机选取的，所以图像中的位置不固定，如果

将投影的稀疏深度图作为图像的新通道，则稀疏的

深度数据会被网络忽略。为了更多地保留和利用稀

疏深度值的信息，本文采用双分支编码器与混合解

码器的结构，具体结构如图１所示。构建２个 Ｒｅｓ
Ｎｅｔ１８编码器，分别提取图像和稀疏激光点的特征
图，融合２个特征图后进行解码得到最终的深度预
测。通过双分支和特征后融合的设计，充分利用稀

疏激光点的深度信息，同时提升模型抗噪能力。

由此训练的网络具有一定的深度估计能力，在

仅二维图像输入时绝对相对误差为９３％。但本论
文数据为自采集数据，真值通过 ８０线激光雷达采
集，现有激光雷达为适配自动驾驶，中间部分线数较

密，上下两侧的线数非常稀疏，因此点云投影到图像

上后，上下２个部分的激光点非常稀疏，呈条纹状分
布，如图３所示。

图３　激光雷达数据

Ｆｉｇ．３Ｌｉｄａｒｄａｔａ

使用分布不均匀的数据训练后，得到的深度图

中也具有明显的条纹，如图４所示。从图中可以看

出，图像上下２个部分中２个激光条纹之间的误差
较大，虽然这些区域没有激光真值，不会统计进误差

之中，但极大的影响了深度图的视觉效果和可用性。

为了去除条纹问题，本文引入相对位姿估计网络、光

度一致性损失函数和深度重投影损失函数，通过帧

间信息给网络添加更多的约束和指导。

图４　深度图上下部分具有明显条纹
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２２　帧间信息约束
本文首先采用常规的 Ｌ１损失函数度量深度预

测值与真值的误差，其中真值采用８０线激光雷达采
集的数据：

Ｌ１ ＝∑ Ｄｌｉｄａｒ－Ｄｐｒｅｄｉｃｔｅｄ （１）

其中，Ｄｌｉｄａｒ和Ｄｐｒｅｄｉｃｔｅｄ分别为激光雷达采集的深度真
值与深度预测值。

由于第２１节中提到的条纹问题，引入无监督
深度估计［１１］中的相对位姿估计网络和重投影误差，

训练时，根据相邻帧之间的重投影误差，实现神经网

络的反向传播。

２２１　相对位姿估计网络
相对位姿估计网络的输入为２帧相邻图像，输

出为这２帧图像对应的相机位姿之间的变换矩阵
Ｔ。Ｔ是一个４×４的矩阵，包含旋转分量 Ｒ和平移
分量ｔ。通过变换矩阵Ｔ，即可将２帧图像对应的三
维点进行转换。本文继续采用 ＲｅｓＮｅｔ１８网络预测
相对位姿，该网络与深度估计网络耦合在一起联合

训练，具体结构如图５所示。

图５　相对位姿估计网络与深度估计网络联合训练
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ａｎｄｄｅｐｔｈｅｓｔｉｍａｔｉｏｎｎｅｔｗｏｒｋ
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根据预测的图像Ｉｉ与相邻帧图像Ｉｉ＋１之间的相
对位姿，以及预测的图像Ｉｉ的深度 Ｄｉ，将 Ｉｉ投影到
Ｉｉ＋１位姿的相机平面，得到合成的相邻帧图像 Ｉｉ＋１′，
最小化Ｉｉ＋１′与Ｉｉ＋１之间的光度误差；同时，根据预测
的图像 Ｉｉ与相邻帧图像 Ｉｉ＋１之间的相对位姿，以及
预测的图像Ｉｉ的深度Ｄｉ，合成相邻帧图像Ｉｉ＋１的深
度Ｄｉ＋１′，最小化 Ｄｉ＋１′与预测出的图像 Ｉｉ＋１的深度
Ｄｉ＋１的深度图重投影误差。通过光度一致性损失和
深度图重投影损失，将相邻帧间的几何约束作为监

督信号，实现深度和相对位姿估计网络的无监督

学习。

２２２　光度一致性损失函数
光度一致性假设：对于一个静止的场景，场景中

同一个三维点Ｐ投影在两帧图像上，形成像素点 ｐ１
和ｐ２，如图 ６所示，ｐ１和 ｐ２对应的像素值是一
致的。

图６　光度一致性

Ｆｉｇ．６Ｐｈｏｔｏｍｅｔｒｉｃｃｏｎｓｉｓｔｅｎｃｙ

对两帧相邻图像 Ｉｉ和 Ｉｉ＋１，深度估计网络预测
得到Ｉｉ的深度图Ｄ１，则可以将图像像素点逆投影到
三维空间中，得到Ｉｉ中所有像素点在 Ｉｉ相机坐标系
下的三维坐标：

ｘ
ｙ









ｚ

＝Ｄ１·Ｋ
－１

ｕ
ｖ









１

（２）

其中，

ｘ
ｙ









ｚ

为三维空间坐标，Ｋ为相机内参。
ｕ
ｖ









１

为

像素点的齐次二维图像坐标。

根据相对位姿估计网络预测得到的两帧相对

位姿Ｔ，可以得到三维点在 Ｉｉ＋１相机坐标系下的三
维坐标：

ｘ′
ｙ′









ｚ′

＝Ｒ
ｘ
ｙ









ｚ

＋ｔ＝Ｔ

ｘ
ｙ
ｚ











１

（３）

其中，Ｔ＝［Ｒ｜ｔ］，Ｒ和ｔ分别为旋转、平移矩阵。

将Ｉｉ＋１坐标系下的三维点投影到图像坐标系
下，可得到该点的像素坐标：

ｕ′( )ｖ′＝π（Ｋ
ｘ′
ｙ′









ｚ′

） （４）

其中，π代表齐次化操作，即π
ｘ
ｙ









ｚ

＝

ｘ
ｚ
ｙ









ｚ

。

通过上述计算可以得到图像Ｉｉ中像素点（ｕ，ｖ）
在图像Ｉｉ＋１中对应的像素点 （ｕ′，ｖ′）。根据光度一
致性假设，如果相对位姿估计网络预测的相机变换

矩阵 Ｔ，和深度估计网络预测的深度图 Ｄｉ完全准
确，则在光度一致性假设下，Ｉｉ中（ｕ，ｖ）和 Ｉｉ＋１中
（ｕ′，ｖ′）的像素值是相等的。由此，在不考虑遮挡的
情况下，Ｉｉ中所有像素点都可以找到其在 Ｉｉ＋１中对
应像素点的位置，则可以用 Ｉｉ的像素值构建 Ｉｉ＋１得
到Ｉｉ＋１′，当 Ｔ和 Ｄｉ预测准确时，Ｉｉ＋１与重建的 Ｉ′ｉ＋１
是一致的，则可以得到光度一致性误差。

Ｌｐｈｏｔｏ＝ Ｉｉ＋１－Ｉｉ＋１′ （５）

通过计算重建图像与原始图像的差距，体现出

像素对应关系的不准确性，进一步体现出深度预测

值Ｄ与相机变换矩阵Ｔ的预测误差。因此，光度一
致性损失函数对深度估计网络和相对位姿估计网络

都有影响，是一个联合训练的过程。

光度一致性误差对每一个像素的深度预测都施

加了损失约束，因此相比与稀疏激光雷达的Ｌ１损失
监督，不会产生条纹状效应。结合这两个损失函数，

可以在保持整体预测精度的同时，初步减轻条纹效

果。但由于图像中存在部分相似区域或者低纹理区

域，这些区域的像素值基本一致，即使预测的深度或

位姿变换矩阵的误差较大，光度一致性误差也难以

体现，因此，进一步引入深度图重投影误差。

２２３　深度图重投影损失函数
光度一致性损失误差是在光度一致性假设的基

础上，度量重建图像的误差，而深度图重投影误差，

是直接度量两帧图像的预测深度值之间的一致性

误差。

由２２１节中的推导可知，对于一个静止场景，
通过Ｉｉ预测的深度图 Ｄｉ，可以得到三维空间点，根
据预测的相机变换矩阵Ｔ，可以得到Ｉｉ＋１相机坐标系
下的三维坐标点，将三维点投影到 Ｉｉ＋１图像坐标系
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下，可以得到 Ｉｉ＋１坐标系下的像素坐标，同时，可以
得到Ｉｉ＋１的投影深度图Ｄ′ｉ＋１：

Ｄ′ｉ＋１ ＝Ｚ（ＫＴＤ１·Ｋ
－１

ｕ
ｖ









１

） （６）

其中，Ｚ（·）表示取三维坐标的Ｚ分量。
通过比较重投影重建的深度图Ｄ′ｉ＋１和深度估计

网络预测的Ｉｉ＋１深度图Ｄｉ＋１，得到深度图重投影误差：
Ｌｒｅｐｒｏｊ＝ Ｄｉ＋１－Ｄｉ＋１′ （７）

该误差同样与深度估计网络、相对位姿估计网

络都有关，是一个联合训练过程，但其与图片像素值

无关，因此对于低纹理区域也可以实现有效的监督。

综上所述，本文的损失函数由 Ｌ１损失、光度一
致性损失、深度图重投影损失这三部分构成：

Ｌ＝ｗ１·Ｌ１＋ｗｐｈｏｔｏ·Ｌｐｈｏｔｏ＋ｗｒｅｐｒｏｊ·Ｌｒｅｐｒｏｊ （８）
其中，ｗ为超参数权重，分别设为０１，１０，００５。

通过增加后两个损失函数，深度估计网络预测

的深度图中，去除了条纹现象，同时保持着监督训练

的预测精度。

３　实验及结果分析
３１　数据集

本文采取公开数据集预训练与真实采集数据集

调优的训练策略，以提高网络在实际应用时的精度，

即在ＫＩＴＴＩ数据集上训练１０个 ｅｐｏｃｈ，再在自采集
数据集上进行２０个 ｅｐｏｃｈ的调优训练。数据采集
平台如图７所示，相机采用自研可见光、红外共孔径
相机，可见光分辨率为１２８０×１０２４，红外图像分辨
率为６４０×５１２；激光雷达采用速腾ＲＳＲｕｂｙＬｉｔｅ，共
采集４ｈ数据，３６万张可见光图像 －红外图像对。
激光雷达与相机的联合标定，通过 ｍａｔｌａｂＬｉＤＡＲ＋
Ｃａｍｅｒａ校准工具箱完成。

图７　数据采集平台

Ｆｉｇ．７Ｔｈｅｄａｔａｃｏｌｌｅｃｔｉｏｎｐｌａｔｆｏｒｍ

３２　实验结果及分析
本节对比了上文介绍的单纯有监督训练、加入相

对位姿估计网络和光度一致性损失函数训练、增加深

度图重投影损失函数训练，以及融合不同数量稀疏激

光点的深度估计结果，具体对比效果如图８所示。

图８　模型优化、以及融合不同数量稀疏激光点后网络预测的

深度图效果对比

Ｆｉｇ．８Ｃｏｍｐａｒｉｓｏｎｏｆｄｅｐｔｈｍａｐａｆｔｅｒｍｏｄｅｌｏｐｔｉｍｉｚａｔｉｏｎａｎｄ

ｆｕｓｉｎｇｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｓｏｆｓｐａｒｓｅｌａｓｅｒｐｏｉｎｔｓ

由图８（ｂ）、（ｃ）、（ｄ）可以看出，通过深度估计
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网络与相对位姿估计网络的联合训练，以及加入光

度一致性损失函数和深度图重投影损失函数，可有

效去除因自采集数据激光分布不均引发的条纹问

题。但如图８（ｄ）所示，当图像部分区域缺乏纹理
时，会出现物体包含空洞、物体边缘模糊、细长条物

体无法显示等问题。当融合１６０个稀疏激光点后，
如图８（ｅ）所示，第２列石墩的轮廓已清晰可辨，且
空洞被填充，第３列的灯柱也可以较好的显示。当
融合１４４０个稀疏激光点时，如图８（ｇ）所示，石墩轮
廓已非常清晰，灯柱的形状更贴近现实。

３３　融合不同数量稀疏激光点性能分析
本文选用绝对相对误差，均方根误差，以及绝对

相对误差的像素比率作为网络的评价指标：

绝对相对误差（ＡｂｓＲｅｌ）

１
Ｎ∑

Ｎ

ｉ＝１

ｄｐｒｅｄ－ｄｇｔ
ｄｇｔ

（９）

均方根误差（ＲＭＳＥ）

（ｄｐｒｅｄ－ｄｇｔ）槡
２ （１０）

绝对相对误差在１２５ｋ以内的像素比率，其中ｋ
∈｛１，２，３｝

ｍａｘ（
ｄｇｔ
ｄｐｒｅｄ
，
ｄｐｒｅｄ
ｄｇｔ
）＝δｋ ＜１２５[ ]ｋ （１１）

其中，ｄｐｒｅｄ为估计出的深度；ｄｇｔ为激光雷达扫出来
的深度真值。表１给出了融合不同数量稀疏激光
点时，本文算法针对上述评价指标的对比结果。

从表中可以看出，当融合１６０个激光点时，绝对相
对误差从１０１％降低至７６％，已可显著提高深
度估计的精度；随着融合激光点个数的增加，错误

率指标与准确率指标均逐渐优化；当融合的激光点

数量增长至１２８０时，各指标趋于平稳，绝对相对误
差可达到４１％。

表１　融合不同数量稀疏激光点性能指标
Ｔａｂ．１Ｔｈｅｐｅｒｆｏｒｍａｎｃｅｆｏｒｆｕｓｉｎｇｄｉｆｆｅｒｅｎｔｎｕｍｂｅｒｓｏｆｓｐａｒｓｅｌａｓｅｒｐｏｉｎｔｓ

稀疏激光点个数
错误率指标／％↓ 准确率指标／％↑

ＡｂｓＲｅｌ ＲＭＳＥ δ１ δ２ δ３

０ １０１ ５１６０ ８６５ ９４５ ９７６

１６０ ７６ ５１０３ ９１７ ９６６ ９８３

４８０ ５６ ４５９７ ９４０ ９７４ ９８７

８００ ４９ ４４１２ ９４８ ９７７ ９８８

１１２０ ４４ ４０８１ ９５６ ９８１ ９９１

１２８０ ４１ ３９６１ ９５９ ９８２ ９９１

１４４０ ４１ ３９２８ ９５９ ９８２ ９９１

４　总　结
针对单目深度估计由于缺少视差等几何约束，

限制了深度预测精度提升的问题，本文提出二维图

像与稀疏激光点融合的深度估计网络。同时，为解

决自采集数据激光雷达分布不均匀问题，加入相对

位姿估计网络与深度估计网络联合训练，并增加光

度一致性损失函数和深度重投影损失函数；最后，通

过ＫＩＴＴＩ数据预训练、自采集数据调优的策略训练
模型，从融合不同数量稀疏激光点的对比实验中可

以看出，融合１６０个稀疏激光点后，即可显著提升模
型精度，融合１２８０稀疏个激光点时，精度提升趋于
平稳，这为后续的硬件设计提供一定思路。目前，稀

疏激光点是从激光雷达捕获的数据中随机选取的，

未来工作将对稀疏激光点在图像中的位置选取进行

分析，并进一步压缩使用的稀疏激光点数量，使其可

在现实应用场景中使用。
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