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点云与图像融合的无监督异常检测算法研究
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摘　要：针对多模态工业检测中高维特征之间存在干扰，导致检测率不理想的问题，提出了一
种基于标准化流的多模态工业异常检测方法。首先提取图像的３Ｄ点云的深度信息将其作为
第４个通道添加到ＲＧＢ图像中，生成融合后的 ＲＧＢＤ图像，然后使用预训练的特征提取网络
提取融合后的图像特征，最后使用特征训练得到一个用于异常检测的标准化流模型。实验结

果表明，异常检测模型在 ＭＶＴｅｃ３ＤＡＤ数据集的平均 ＰｉｘｅｌＡＵＲＯＣ达到９５８％，平均 ＡＵ
ＰＲＯ达到８６２％。相较于其他模型分别提升了２６％和９１％。
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１　引　言
工业异常检测的主要目的是发现产品的异常部

分，这关乎到产品的质量是否符合要求，所以在大规

模工业生产的产品质量检验中起着至关重要的作

用。目前的工业异常检测方法大多为无监督方法，

这是由数据的分布特点决定的，并且异常样本的异

常原因也各不相同，无法穷举出异常的种类。现有

的大多数工业异常检测方法都是基于ＲＧＢ图像的，
但是对于例如凹陷和孔洞等缺陷异常，无法仅通过

ＲＧＢ图像的二维信息获取确定，所以三维形状信息
对于正确检测异常非常重要，仅从ＲＧＢ图像是很难
识别到缺陷异常的。在 ＭＶＴｅｃ３ＤＡＤ数据集［１］之



前相关的３Ｄ数据集仅有 ＢＲＡＴＳ与 ＡＴＬＡＳ这两个
数据集，这两个数据集都是通过堆叠多个灰度图像

以形成密集的体素网格［２］（ＤｅｎｓｅＶｏｘｅｌＧｒｉｄ）来提
供３Ｄ信息，与ＭＶＴｅｃ３ＤＡＤ集中描述物体几何表
面数据有着本质的不同。

针对以上问题，本文提出了一种新的基于标准

化流的多模态工业异常检测方法（ＡｎｏｍａｌｙＤｅｔｅｃ
ｔｉｏｎＮｏｒｍａｌｉｚｉｎｇＦｌｏｗｓ，ＡＤＮＦ）。不同于现有基于特
征的异常检测方法，ＡＤＮＦ提取了点云的深度信息，
融合到对应的ＲＧＢ图像中，提取融合后的图像的特
征并用于训练标准化流模型［３］，最后使用模型进行

异常检测，这可以使得多模态特征之间的干扰大大

减少，从而更好地利用不同模态的互补信息。然后

使用经过修改后的预训练特征提取网络提取融合后

的图像特征，该特征不仅具有原有的ＲＧＢ图像的信
息，还具有原有的ＲＧＢ图像所不具备的深度空间信
息，所以可以实现二者的信息互补，从而使模型具备

有更加准确的异常检测能力。

在本文中，采用的经过预训练的图像特征提取

网络（ｗｉｄｅ＿ｒｅｓｎｅｔ５０＿２）进行适当修改后提取融合后
的图像特征。

ＡＤＮＦ的主要工作如下：
（ａ）提出了一种基于标准化流的多模态工业异

常检测方法（ＡＤＮＦ），该方法在 ＭＶＴｅｃ－３ＤＡＤ数
据集上的检测和分割精度优于其他多模态方法。

（ｂ）提出使用点云的空间深度信息辅助图像的
异常检测方法，将点云和图像二者在异常检测中的

优势互补。

（ｃ）提出将多模态特征用于训练标准化流模
型，并将该标准化流模型用来对测试评估样本的异

常检测，以实现更加准确和精确的异常检出与定位。

２　相关研究
现有的大部分异常检测方法的核心思想是找到

正常数据与异常数据之间不同之处的表示方法。比

较主流的方法可以分为三类，基于重建的方法［４］、

基于知识蒸馏的方法［５］和基于特征表示的方法［６］。

ＶｉｔｊａｎＺａｖｒｔａｎｉｋａ等［７］将输入图像分割成多个块

（ｐａｔｃｈ），并对每个块使用图像修复技术填充缺失区
域生成修复后的图像，然后计算输入图像块与对应

修复后图像块之间的重构误差，最后通过判断重构

误差是否高于阈值来确定该图像块是否包含异常。

重建法认为这些生成模型仅会对正常样本进行很好

的重建，然而对于训练过程中没有出现过得异常样

本中的异常部分不能重建，故对于异常样本的生成

跟原有异常样本的差异会变得很大，从而进行异常

判别。但是由于某些较小的异常，重建模型具有一

定的鲁棒性，并且对于点云和图像两种模态结合的

输入，重建模型的训练很难找到合适的方法重建输

入目标。基于知识蒸馏的方法上，ＧｕｏｄｏｎｇＷａｎｇ
等［５］提出了一种 ＴｅａｃｈｅｒＳｔｕｄｅｎｔｓｅｍｉｓｕｐｅｒｖｉｓｅｄ学
习框架。Ｔｅａｃｈｅｒ模型从正常样本中学习特征表达，
Ｓｔｕｄｅｎｔ模型在Ｔｅａｃｈｅｒ指导下学习区分正常和异常
样本。由于知识蒸馏的过程需要针对数据类型及特

点进行设计，否则学生模型的检测能力不能很好得

从复杂的教师模型中学到，并且知识蒸馏过程会增

加训练时间和资源消耗。基于特征表示方法中，Ｊｉａ
ｗｅｉＹｕ等［８］构建了一个２Ｄ条件正常化流模型，包
含编码器和基于重参数化的２Ｄ流，可以对图像进
行像素级密度估计。目前结合图像和点云完成异常

检测任务基本上都是将二者特征进行拼接，导致训

练模型的特征维度变得较高，高维特征特别是不同

模态的特征之间会有一定的干扰性，导致异常检测

的速度和正确率明显下降。

３　背景知识
３１　无监督学习

无监督学习［９］是指不依赖于标签数据进行模

型训练，而是试图挖掘数据的内在结构和关系。无

监督学习主要包括聚类（将相似的数据点分为一

组）、降维（将高维数据映射到低维空间）和异常检

测（识别数据中的离群点）等任务。在大规模工业

生产场景下，异常样本的数量相比于正常样本的数

量要少很多很多，并且异常样本的异常原因也各不

相同，无法穷举出异常的种类，故无监督学习更加适

用于处理异常检测任务。

３２　标准化流
ＮｏｒｍａｌｉｚｉｎｇＦｌｏｗｓ（标准化流）的核心思想是对

一个简单的已知分布（例如标准正态分布）进行一

系列的可逆变换［１０］，使其变为一个更复杂的分布，

经过多次可逆变换最终与数据的实际分布相近，由

于每一步的变换都是可逆的，所以对于每一步变换

都存在一个逆变换，通过这些逆变换可以将数据的

实际分布转换为标准正态分布。
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４　方法设计
本文提出的 ＡＤＮＦ方法以 ＲＧＢ图像和点云为

输入，先将图像和点云的背景去除［１１］，然后将点云

的深度信息融合到ＲＧＢ图像信息中，一般情况下的
异常检测中，大部分的异常（例如颜色和形状等）都

可以通过ＲＧＢ图像进行识别，只有部分的凹陷和孔
洞无法通过ＲＧＢ图像进行识别，需要利用点云的空
间深度信息进行辅助判断，故将图像和点云融合后

可以利用二者的信息进行互补，从而进行更加准确

的异常检测。然后使用预训练的 ＲｅｓＮｅｔ特征提取
网络并修改该网络的输入层，使该网络能够接受四

通道的ＲＧＢＤ图像并提取到相应的特征，最后将提
取到的特征用来训练标准化流模型并用于异常检测

任务。如图１所示为本文提出的方法的总体框图，
其中省略号表示重复以上过程。可以看到ＡＤＮＦ主
要由３个重要部分组成：

（１）多模态融合：为了解决单一模态无法完整
检测出各种异常的问题，本文提出了多模态融合，即

将点云的空间深度信息与ＲＧＢ图像进行融合，获取
更加全面的信息，进而提高检测的准确性。（２）修
改的预训练特征提取网络：针对图像的特征提取以

及相关的特征含义的研究已经很成熟，故可以在之

前的研究基础上挑选适合异常检测任务的预训练的

特征提取网络并进行适当的修改，以提取出可以区

分出正常和异常的特征用于训练标准化流模型。

（３）标准化流模型：通过一系列的可逆变换将特征
的分布转化为正态分布，将融合后的数据特征训练

一个可逆的流模型用于异常检测任务，并根据模型

输出的似然程度进行异常判别。

图１　ＡＤＮＦ完整流程示意图
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４１　多模态融合
在深度学习的发展过程中，单一模态的处理方

式已经被证明是有限的，特别是在异常检测的场景

中。解决这一问题的有力方法是采用多模态融合的

策略。多模态融合的核心思想在于将来自不同来源

和性质的数据整合到一个统一的框架中，以使系统

能够充分利用多维度的信息进行决策。如图２所示
是将两种数据在通道中进行融合的过程。

图２　ＲＧＢ图像与点云融合过程
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４２　预训练特征提取网络
在本文中，使用预训练的ｗｉｄｅ＿ｒｅｓｎｅｔ５０＿２网络模

型作为基础，并根据输入的数据特点将模型的第一层

卷积层替换为接收四个通道的输入，并将第四个通道

权重设置为原前三个通道的平均值。ＲｅｓＮｅｔ［１２］即残
差神经网络（ＲｅｓｉｄｕａｌＮｅｕｒａｌＮｅｔｗｏｒｋ），其设计初衷是
为了解决深层神经网络在训练时面临的梯度消失和

梯度爆炸问题。其核心理念是引入残差块（Ｒｅｓｉｄｕａｌ
Ｂｌｏｃｋ），通过短路连接（ＳｈｏｒｔｃｕｔＣｏｎｎｅｃｔｉｏｎ）来跳过一
些层，实现前向和反向传播时更稳定和高效的信息传

递。在特征提取时的作用主要体现在：通过深层网络

捕捉复杂特征，利用深层结构可以更好地捕捉图像或

其他数据中的高级特征。如图３所示是所使用的
ｗｉｄｅ＿ｒｅｓｎｅｔ５０－２网络模型的残差结构。
４３　标准化流模型

由修改后ｗｉｄｅ＿ｒｅｓｎｅｔ５０＿２网络模型所提取得到
的高维特征将用来训练标准流模型，图４是Ｎｏｒｍａｌｉ
ｚｉｎｇＦｌｏｗｓ（标准化流）的理论示意图，Ｎｏｒｍａｌｉｚｉｎｇ
Ｆｌｏｗｓ（标准化流）的核心思想是对一个简单的已知分
布进行一系列的可逆变换，使已知的简单分布逐步逼

近数据的真实分布，也即是可以通过已知的简单分布

表示未知的复杂分布。通过变量替换原理和雅克比

４４６１ 激 光 与 红 外　　　　　　　　　　　　　　　　　　　　 第５４卷



矩阵可以完整表示整个可逆变换过程。雅克比矩阵

是一个描述多维变量可逆变换如何在局部变化时影

响各维度的矩阵，具体的转换过程如下列公式所示：

设ｚ为一个多维随机变量，π是ｚ的概率密度函数，Ｆ
是一个多维函数，ｘ＝Ｆ（ｚ）是ｚ的一个可逆变换，ρ是
ｘ的概率密度函数。雅克比矩阵ＪＦ定义为：

ＪＦ ＝

ｘ１
ｚ１

…
ｘ１
ｚｎ

  

ｘｎ
ｚ１

…
ｘｎ
ｚ















ｎ

（１）

转换的公式为：

ｐ（ｘ′）ｄｅｔ

ｘ１
ｚ１

…
ｘ１
ｚｎ

  

ｘｎ
ｚ１

…
ｘｎ
ｚ















ｎ

＝π（ｚ′） （２）

代入得：

ｐ（ｘ′）ｄｅｔ（ＪＦ） ＝π（ｚ′） （３）

两边同时除以行列式的值得：

ｐ（ｘ′）＝π（ｚ′） １
ｄｅｔ（ＪＦ）

（４）

其中，ｄｅｔ表示的是计算行列式的值，ｚ′表示任意取
一个多维随机变量，ｘ′则是ｚ′通过ｘ＝Ｆ（ｚ）变换得
到的变量。行列式是一个标量值，提供关于线性变换

影响体积的信息，当变量ｚ通过ｘ＝Ｆ（ｚ）进行变换
得到变量ｘ时，雅克比矩阵行列式的绝对值表明这
个变换在局部如何拉伸或压缩空间。在标准化流

中，空间的压缩或扩展会影响密度的大小［１３］，使用

雅克比矩阵行列式来调整这个密度，确保在变换后

的空间中，概率密度函数的总和仍然为１，从而确保
整个变换是一个可逆的变换过程。

图３　ｗｉｄｅ＿ｒｅｓｎｅｔ５０＿２网络模型的残差结构

Ｆｉｇ．３ｗｉｄｅ＿ｒｅｓｎｅｔ５０＿２ｒｅｓｉｄｕａｌｓｔｒｕｃｔｕｒｅｏｆｎｅｔｗｏｒｋｍｏｄｅｌｓ

图４　ＮｏｒｍａｌｉｚｉｎｇＦｌｏｗｓ理论示意图

Ｆｉｇ．４ＴｈｅｏｒｅｔｉｃａｌｓｃｈｅｍａｔｉｃｄｉａｇｒａｍｏｆＮｏｒｍａｌｉｚｉｎｇＦｌｏｗｓ

５　实验结果及比较
５１　实验环境

为验证本文提出的 ＡＤＮＦ算法有效性，设计了
相关实验进行分析。实验硬件配置为Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ
（Ｒ）Ｓｉｌｖｅｒ４２１０ＲＣＰＵ＠ ２４０ＧＨｚ及 ＱｕａｄｒｏＲＴＸ
５０００，实验软件配置为 Ｕｂｕｎｔｕ２００４６ＬＴＳ、Ｐｙｔｈｏｎ
３８、Ｐｙｔｏｒｃｈ１９０及ＣＵＤＡＶｅｒｓｉｏｎ１１５。
５２　实验数据

本文实验数据采用的数据集为 ＭＶＴｅｃ３ＤＡＤ
数据集的真实数据集，该数据集是用于无监督异常

检测和定位的第一个全面的３Ｄ数据集，使用了高
分辨率工业３Ｄ传感器获得不同对象类别的深度扫
描来描述物体几何表面数据。数据集是由来自１０
个现实世界物体类别的４１４７个高分辨率３Ｄ点云
扫描组成，训练集和验证集只包含无异常的数据，测

试集中的样本包含正常的数据和各种类型的异常

（按照对象样本在真实世界检查场景中可能出现的

方式设计和制造的），且为每个异常提供精确的基

础事实注释。

５３　评价指标
５３．１　ＡＵＲＯＣ指标

ＡＵＲＯＣ指标，也称为接受者工作特征曲线下的
面积（ＡｒｅａＵｎｄｅｒｔｈｅＲｅｃｅｉｖｅｒＯｐｅｒａｔｉｎｇＣｈａｒａｃｔｅｒｉｓ
ｔｉｃＣｕｒｖｅ），是用于评估分类器性能的一种重要指
标。ＩｍａｇｅＡＵＲＯＣ指标是评估模型在图像级别上
区分正常图像和异常图像的能力。ＲＯＣ曲线是真
正率（ＴＰＲ）对假正率（ＦＰＲ）的图示，真正率是正确
识别为异常的异常图像的比例，假正率是错误地识

别为异常的正常图像的比例。ＡＵＲＯＣ是ＲＯＣ曲线
下的面积，可以量化地表达模型的性能。ＩｍａｇｅＡＵ
ＲＯＣ值越高，表明模型在区分正常和异常图像方面
的能力越好。ＰｉｘｅｌＡＵＲＯＣ这个指标不是在整个图
像级别上，而是在像素级别上评估模型。它用于衡

量模型在识别图像中的异常像素（而不是整个图

像）方面的效能。这对于那些需要精确定位图像中

异常区域的任务尤其重要。像素级的 ＡＵＲＯＣ计算
方法与图像级别类似，但它是基于单个像素而不是
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整个图像。像素级的 ＡＵＲＯＣ值越高，表明模型在
定位图像中的具体异常区域方面的能力越强。

５３．２　ＡＵＰＲＯ指标
ＡＵＰＲＯ指标（ＡｒｅａＵｎｄｅｒｔｈｅＰｒｅｃｉｓｉｏｎＲｅｃａｌｌ

Ｃｕｒｖｅ）即 ＰＲ曲线下的面积。ＰＲ曲线（Ｐｒｅｃｉｓｉｏｎ
ＲｅｃａｌｌＣｕｒｖｅ），在不同阈值下，以召回率（Ｒｅｃａｌｌ）作
为横坐标轴，查准率（Ｐｒｅｃｉｓｉｏｎ）作为纵坐标轴绘制
的曲线，精确度是正确识别为异常的异常图像占所

有识别为异常图像的比例，而召回率是正确识别为

异常的异常图像占所有实际异常图像的比例。对于

不平衡的数据集（即异常图像远少于正常图像），

ＡＵＰＲＯ通常是一个更敏感的性能度量。ＡＵＰＲＯ的
高值表明模型在维持较高精确度的同时实现了较高

的召回率，该指标是用于评估正样本不均衡情况下

的模型性能。

５４　结果对比
如下图５所示的异常分数图是经过标准化流模

型得出的结果以及对应的 ＧｒｏｕｎｄＴｒｕｔｈ图像，可以
观察到异常分数图显示出明显的异常区域，并且通

过与相应的 ＧｒｏｕｎｄＴｒｕｔｈ图像进行对比可以发现，
异常图中的异常区域与真实异常位置基本一致，这

说明通过该方法可以有效地检测出异常。

图５　饼干和土豆的ＲＧＢ图像、ＧｒｏｕｎｄＴｒｕｔｈ

图像及异常图

Ｆｉｇ．５ＲＧＢｉｍａｇｅｓ，ＧｒｏｕｎｄＴｒｕｔｈｉｍａｇｅｓ，ａｎｄａｎｏｍａｌｙｉｍａｇｅｓ

ｏｆｃｏｏｋｉｅｓａｎｄｐｏｔａｔｏｅｓ

表１主要对比了不同的方法应用于ＭＶＴｅｃ３Ｄ
ＡＤ数据集中的 ＩｍａｇｅＡＵＲＯＣ指标，其中 Ｄｅｐｔｈ
ＧＡＮ通常指的是使用深度信息的生成对抗网络，包
括一个生成器和一个鉴别器，生成器试图创建逼真

的深度图像，而鉴别器则试图区分真实图像和生成

器产生的图像。ＤｅｐｔｈＡＥ是使用深度信息的自编
码器，通过一个编码器将数据压缩成低维表示，然后

通过一个解码器重建数据。ＤｅｐｔｈＶＭ利用深度信
息来模拟人类视觉系统对显著性区域的注意力分

配。ＶｏｘｅｌＧＡＮ是一种应用于三维数据（通常是体
素化表示的数据）的生成对抗网络。ＶｏｘｅｌＡＥ是针
对体素数据的自编码器，可以有效地学习三维数据

的压缩表示。ＶｏｘｅｌＶＭ将视觉显著性模型应用于
体素数据，以识别三维空间中的显著性特征或区域。

ＤｅｐｔｈｉＮｅｔ是集成了深度信息的神经网络模型，通
过结合深度数据和传统的图像数据来提高识别、分

类或检测任务的性能。Ｒａｗ通常指的是直接处理未
经处理或最小处理的数据，在图像处理中直接从相

机传感器读取的数据。ＨｏＧ是一种特征描述符，用
于对象检测中，通过计算图像局部区域的梯度方向

直方图来描述这些区域的外观和形状。由于

ＭＶＴｅｃ３ＤＡＤ数据集中的异常均为局部的小异常，
在加上模型训练数据集的数据量较小且具有一些噪

声的影响，导致了 ＩｍａｇｅＡＵＲＯＣ指标并没有很高，
但对比其他方法，使用点云的深度信息辅助图像进

行检测的ＡＤＮＦ方法的平均值为７７８％，相比于第
二的ＤｅｐｔｈｉＮｅｔ提升了８４％。由于数据集中有１０
种不同类别的对象，并且各种类别的对象及其异常

差异比较大，本文所提出的 ＡＤＮＦ方法表面规则的
电缆接头和暗销等类别的检测中表现较优，但是在

表面有随机不规则纹路的曲奇饼干和马铃薯的异常

检测中表现较差，但相比于其他方法而言总体平均

检测正确率有提升。

表２主要对比了不同方法的 ＡＵＰＲＯ指标，用
于评估正样本不均衡情况下的模型性能，在 ＭＶＴｅｃ
３ＤＡＤ数据集中每一类的测试集中每一种异常类
型的数据量为训练集的十分之一，故可使用该指标

评估模型的性能。从表２中的数值可以看出，ＡＤＮＦ
方法的平均值为８６２％，相比于第二的 ＨｏＧ提升
了９１％。表３主要对比了不同方法的 ＰｉｘｅｌＡＵ
ＲＯＣ指标，该指标通常表示异常分割的准确性，从
表３中可以看出，ＡＤＮＦ方法的平均值为９５８％，
相比于第二的ＤｅｐｔｈｉＮｅｔ提升了２６％。表４主要
对比了仅使用ＲＧＢ、仅使用点云和使用融合后的数
据的实验结果，从三个指标的数值对比可以证明点

云的空间深度信息对于异常检测的提升具有一定的

作用。其中加粗的是最高的数值，加下划线的是第

二高的数值。
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表１　各方法的ＩｍａｇｅＡＵＲＯＣ指标对比
Ｔａｂ．１ＣｏｍｐａｒｉｓｏｎｏｆＩｍａｇｅＡＵＲＯＣｍｅｔｒｉｃｓｆｏｒｖａｒｉｏｕｓｍｅｔｈｏｄｓ

方法 ｂａｇｅｌ ｃａｂｌｅｇｌａｎｄ ｃａｒｒｏｔ ｃｏｏｋｉｅ ｄｏｗｅｌ ｆｏａｍ ｐｅａｃｈ ｐｏｔａｔｏ ｒｏｐｅ ｔｉｒｅ ｍｅａｎ

ＤｅｐｔｈＧＡＮ［１４］ ０５３８ ０３７２ ０５８０ ０６０３ ０４３０ ０５３４ ０６４２ ０６０１ ０４４３ ０５７７ ０５３２

ＤｅｐｔｈＡＥ［１４］ ０６４８ ０５０２ ０６５０ ０４８８ ０８０５ ０５２２ ０７１２ ０５２９ ０５４０ ０５５２ ０５９５

ＤｅｐｔｈＶＭ［１４］ ０５１３ ０５５１ ０４７７ ０５８１ ０６１７ ０７１６ ０４５０ ０４２１ ０５９８ ０６２３ ０５５５

ＶｏｘｅｌＧＡＮ［１４］ ０６８０ ０３２４ ０５６５ ０３９９ ０４９７ ０４５８ ０５６６ ０５７９ ０６０１ ０４８２ ０５１７

ＶｏｘｅｌＡＥ［１４］ ０５１０ ０５４０ ０３８４ ０６９３ ０４４６ ０６３２ ０５５０ ０４９４ ０７２１ ０４１３ ０５３８

ＶｏｘｅｌＶＭ［１４］ ０５５３ ０７７２ ０４８４ ０７０１ ０７５１ ０５７８ ０４８０ ０４６６ ０６８９ ０６１１ ０６０９

ＤｅｐｔｈｉＮｅｔ［１５］ ０６９０ ０５９７ ０７５３ ０８６２ ０８８１ ０５９０ ０５９７ ０５９８ ０７９１ ０５７７ ０６９４

Ｒａｗ［１５］ ０６２７ ０５０７ ０６００ ０６５４ ０５７３ ０５２４ ０５３２ ０６１２ ０４１２ ０６７８ ０５７２

ＨｏＧ［１５］ ０４８７ ０５８７ ０６９１ ０５４５ ０６４３ ０５９６ ０５１６ ０５８４ ０５０７ ０４３０ ０５５９

ＡＤＮＦ（Ｏｕｒｓ） ０９６７ ０８６２ ０７１２ ０６８２ ０９５３ ０７２５ ０６９５ ０５３７ ０９３８ ０７０９ ０７７８

表２　各方法的ＡＵＰＲＯ指标对比
Ｔａｂ．２ＣｏｍｐａｒｉｓｏｎｏｆＡＵＰＲＯｉｎｄｉｃａｔｏｒｓｆｏｒｖａｒｉｏｕｓｍｅｔｈｏｄｓ

方法 ｂａｇｅｌ ｃａｂｌｅｇｌａｎｄ ｃａｒｒｏｔ ｃｏｏｋｉｅ ｄｏｗｅｌ ｆｏａｍ ｐｅａｃｈ ｐｏｔａｔｏ ｒｏｐｅ ｔｉｒｅ ｍｅａｎ

ＤｅｐｔｈＧＡＮ［１４］ ０４２１ ０４２２ ０７７８ ０６９６ ０４９４ ０２５２ ０２８５ ０３６２ ０４０２ ０６３１ ０４７４

ＤｅｐｔｈＡＥ［１４］ ０４３２ ０１５８ ０８０８ ０４９１ ０８４１ ０４０６ ０２６２ ０２１６ ０７１６ ０４７８ ０４８１

ＤｅｐｔｈＶＭ［１４］ ０３８８ ０３２１ ０１９４ ０５７０ ０４０８ ０２８２ ０２４４ ０３４９ ０２６８ ０３３１ ０３３５

ＶｏｘｅｌＧＡＮ［１４］ ０６６４ ０６２０ ０７６６ ０７４０ ０７８３ ０３３２ ０５８２ ０７９０ ０６３３ ０４８３ ０６３９

ＶｏｘｅｌＡＥ［１４］ ０４６７ ０７５０ ０８０８ ０５５０ ０７６５ ０４７３ ０７２１ ０９１８ ００１９ ０１７０ ０５６４

ＶｏｘｅｌＶＭ［１４］ ０５１０ ０３３１ ０４１３ ０７１５ ０６８０ ０２７９ ０３００ ０５０７ ０６１１ ０３６６ ０４７１

ＤｅｐｔｈｉＮｅｔ［１５］ ０７６３ ０６７６ ０８８４ ０８８３ ０８６４ ０３２２ ０８８１ ０８４０ ０８４４ ０６３４ ０７５９

Ｒａｗ［１５］ ０４０２ ０３１４ ０６３９ ０４９８ ０２５１ ０２５９ ０５２７ ０５３１ ０８０８ ０２１５ ０４４４

ＨｏＧ［１５］ ０７１２ ０７６１ ０９３２ ０４８７ ０８３３ ０５２０ ０７４３ ０９４９ ０９１６ ０８５８ ０７７１

ＡＤＮＦ（Ｏｕｒｓ） ０９１１ ０９２２ ０９３６ ０８３３ ０９２４ ０７２０ ０８７１ ０８１１ ０９５９ ０７３３ ０８６２

表３　各方法的ＰｉｘｅｌＡＵＲＯＣ指标对比
Ｔａｂ．３ＣｏｍｐａｒｉｓｏｎｏｆＰｉｘｅｌＡＵＲＯＣｉｎｄｉｃａｔｏｒｓｆｏｒｖａｒｉｏｕｓｍｅｔｈｏｄｓ

方法 ｂａｇｅｌ ｃａｂｌｅｇｌａｎｄ ｃａｒｒｏｔ ｃｏｏｋｉｅ ｄｏｗｅｌ ｆｏａｍ ｐｅａｃｈ ｐｏｔａｔｏ ｒｏｐｅ ｔｉｒｅ ｍｅａｎ

ＤｅｐｔｈｉＮｅｔ［１５］ ０９５７ ０９０１ ０９６６ ０９７０ ０９６７ ０７７１ ０９７１ ０９４９ ０９７７ ０８９１ ０９３２

Ｒａｗ［１５］ ０８０３ ０７５０ ０８４９ ０８０１ ０６１０ ０６９６ ０８３０ ０７７２ ０９５１ ０６７０ ０７７３

ＨｏＧ［１５］ ０９１１ ０９３３ ０９８５ ０８２３ ０９３６ ０８６２ ０９２３ ０９８７ ０９８０ ０９５５ ０９３０

ＡＤＮＦ（Ｏｕｒｓ） ０９７６ ０９８０ ０９８２ ０９５７ ０９８０ ０８７９ ０９６３ ０９４７ ０９９２ ０９２５ ０９５８

表４　对比实验结果比较
Ｔａｂ．４Ｃｏｍｐａｒｉｓｏｎｏｆｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓ

方法 ＩｍａｇｅＡＵＲＯＣ ＡＵＰＲＯ ＰｉｘｅｌＡＵＲＯＣ

仅ＲＧＢ ０６９５ ０７９８ ０９３３

仅３Ｄ ０６４８ ０７２４ ０９０４

ＡＤＮＦ ０７３３ ０８６０ ０９５７

６　总　结
本文提出了一种新颖的基于 ＲＧＢ图像和点

云深度信息的异常检测方法，能够有效解决工业

异常检测中数据利用不充分导致异常检测不到

的问题。关键创新点在于引入了点云的空间深

度信息来辅助 ＲＧＢ图像进行异常检测并采用了

标准化流模型来实现多源异构信息的有效融合。

实验结果表明，相比于其他的方法，ＡＤＮＦ方法可

以显著提升异常检测的准确率。这充分证明了

点云深度信息在提高异常检测性能方面的重要

作用。本文的研究不仅提供了一种集成点云和

ＲＧＢ信息的有效方案，也展示了标准化流模型处

理高维数据的强大能力。期待本研究能够对异

常检测技术产生积极影响，并激发更多遵循这一

思路的创新性研究。

７４６１激 光 与 红 外　Ｎｏ．１０　２０２４　　　　　　谢宏兴等　点云与图像融合的无监督异常检测算法研究
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［Ｃ］／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍ

ｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．２０２３：２９６７－２９７６．
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