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红外光谱发射率测量设备检定状态预测研究
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摘　要：使用光谱发射率测量设备检测红外隐身涂层发射率，是监控飞机红外隐身涂层状态的
一种重要手段。在测量设备检定周期内，受使用环境、使用频率、使用方法等因素影响，偶发设

备状态变得恶劣，测量值偏离参考值，对及时发现红外隐身涂层缺陷带来一定风险，可能影响

飞机整体红外隐身特性。针对检定周期内出现的测量值偏差问题，建立格拉姆角场（ＧＡＦ）－
并行卷积神经网络（ＰＣＮＮ）设备检定状态预测模型。将测量设备一维时序数据送入 ＧＡＦＰＣ
ＮＮ模型中，经过深度学习，训练出红外发射率测量设备检定状态预测模型。试验表明，该检
定状态预测模型平均识别准确率达到９５％，且收敛速度快且稳定，可应用于设备检定状态预
测，提示提前检定或者超检定周期使用，在确保设备状态良好的同时，减少设备检定活动，提高

保障效率。
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１　引　言
不断发展的目标红外探测能力已严重威胁飞机的

突防能力和战场生存能力。在飞机主要辐射源上涂覆

红外隐身涂层是降低飞机的红外可探测性、提高生存

能力的主要手段。

在日常维护中，应用红外发射率测量设备测量涂

层的红外发射率，是涂层状态的判定依据。为确保测

量一致性、准确性，一般要求设备的检定周期为１２个
月。因使用环境、使用频率、使用方法等因素影响，会

出现测量值与参考值的偏离。在检定周期内，大部分

设备的偏离值在合理区间内，但也存在偏离值接近甚

至超出合理区间的现象，无法为涂层状态提供有效的

判定依据。因此，需要对测量设备进行动态监控，以

重新确定测量设备的检定周期，或提前检定，或延长

检定周期，确保涂层状态监控的可信度。

在设备状态预测领域，相关研究已开展大量研究，

主要应用到轴承、变压器、电能质量、变速箱等设备状

态预测监控中。文献［１］基于ＧＡＦ和ＣＮＮＲＮＮ建立
了轴承故障预测模型预测轴承故障。文献［２］～［３］建
立了ＧＡＦＣＮＮ的变速箱故障诊断方法预测变速箱故
障类型。文献［４］利用ＧＡＦ和ＣＮＮ建立斜拉索损伤
识别模型识别斜拉索的损伤。文献［５］基于 ＧＡＦ和
ＣＮＮ建立了发动机振动信号故障诊断模型预测发动机
振动类型。文献［６］应用 ＧＡＦＣＮＮ方法识别弓网
电弧。

在红外辐射测量领域，开展测量校准和不确定

度研究，能有效降低测量误差，确保测量有效、一

致［７－８］，相关研究多为集中。而关于红外涂层光谱

发射率测量设备的检定状态的预测研究，比较罕见。

本文将设备状态一维时序数据作为输入，经过格拉

姆角场变换成格拉姆求和场（ＧｒａｍｉａｎＡｎｇｕｌａｒＳｕｍ
ｍａｔｉｏｎＦｉｅｌｄｓ，ＧＡＳＦ）和格拉姆差场（ＧｒａｍｉａｎＡｎｇｕｌａｒ
ＤｉｆｆｅｒｅｎｃｅＦｉｅｌｄｓ，ＧＡＤＦ）二维图像，分别送入 ＰＣＮＮ
模型的两个支路进行训练和学习，建立基于 ＧＡＦ
ＰＣＮＮ的红外涂层光谱发射率测量设备状态预测模
型，为测量设备检定提供参考，解决可能因设备状态

恶化带来的测量隐患。

２　基本原理
２１　一维时序数据转二维图像

格拉姆角场（ＧｒａｍｉａｎＡｎｇｕｌａｒＦｉｅｌｄ，ＧＡＦ）是
ＷＡＮＧ等提出的一种将一维时间序列数据转换为二

维图像的方法［９］，在神经网络领域得到快速应

用［１－６，１０－１４］。测试设备数据本质上是一维时序数据，

ＧＡＦ其转换为二维图像的同时，最大限度保留了原始
数据的时间依赖性和潜在联系特征。同时，ＣＮＮ是
来源于生物视觉认知机制，更擅长识别二维图像。

ＧＡＦ图像转换基本过程：首先对笛卡尔坐标系
下的时间序列进行极坐标编码，再依据其特有的内

积定义形式，通过三角函数和差运算生成格拉姆矩

阵，从而将一维时间序列转化为二维图像。

针对时间序列 Ｘ＝｛ｘ１，ｘ２，…，ｘｉ，…，ｘｎ｝，ｉ∈
［１，ｎ］，首先采用公式（１）将Ｘ缩放到区间 －１，[ ]１

中［５，１２］，转变为序列 槇Ｘ：

槇ｘｉ＝
（ｘｉ－ｍａｘ（Ｘ））＋（ｘｉ－ｍｉｎ（Ｘ））

ｍａｘ（Ｘ）－ｍｉｎ（Ｘ） （１）

再将笛卡尔坐标系下的时间序列转换为到极坐标

系下的时间序列。方法是，将 槇ｘｉ的值映射为角度，将
ｘｉ对应的时间ｔｉ映射为半径ｒ。相应的转换公式为

［５，１２］：

＝ａｒｃｃｏｓ（槇ｘｉ），－１≤ 槇ｘｉ≤１，槇ｘｉ∈ 槇Ｘ

ｒ＝
ｔｉ
Ｎ，ｔｉ∈

{ Ｎ
（２）

式中，ｔｉ为时间戳，将区间 ０，[ ]１ 分为Ｎ等份，使极

坐标系的跨度正则化。公式（２）的编码映射具有唯
一性且保持绝对的时间关系［１４］。

接着，建立Ｇｒａｍ矩阵，通过考虑每个点之间的
三角函数来识别不同时间间隔内的时间相关性。考

虑到ＧＡＦ有 ＧＡＳＦ和 ＧＡＤＦ两种不同的形式，定义
分别如公式（３）和公式（４）所示：

ＧＧＡＳＦ ＝

ｃｏｓ（１＋１） … ｃｏｓ（１＋ｎ）

ｃｏｓ（２＋１） … ｃｏｓ（２＋ｎ）

  

ｃｏｓ（ｎ＋１） … ｃｏｓ（ｎ＋ｎ













）

（３）

ＧＧＡＤＦ ＝

ｓｉｎ（１－１） … ｓｉｎ（１－ｎ）

ｓｉｎ（２－１） … ｓｉｎ（２－ｎ）

  

ｓｉｎ（ｎ－１） … ｓｉｎ（ｎ－ｎ













）

（４）

为区分高斯噪声，格拉姆角场定义了两种带有

惩罚项的内积形式，用以消除高斯噪声影响，其内积

形式如公式（５）和公式（６）：

〈槇ｘｉ，槇ｘｊ〉＝ｃｏｓ（ｉ＋ｊ） （５）

〈槇ｘｉ，槇ｘｊ〉＝ｓｉｎ（ｉ－ｊ） （６）
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则公式（３）和（４）可统一成内积形式，如公式
（７）［１４］所示：

Ｇ＝

〈槇ｘ１，槇ｘ１〉 … 〈槇ｘ１，槇ｘｎ〉

〈槇ｘ２，槇ｘ１〉 … 〈槇ｘ１，槇ｘｎ〉

  

〈槇ｘｎ，槇ｘ１〉 … 〈槇ｘｎ，槇ｘｎ















〉

（７）

式中，因Ｇ（ｉ，ｊ｜｜ｉ－ｊ＝ｋ）表示时间相关性是通过时间
间隔ｋ的方向所叠加，并且用相关性来解释。

从公式（７）可以看出，当 ｉ＝ｊ时，Ｇｒａｍ矩阵的

主对角线元素Ｇ（ｉ，ｉ），是缩放后的时间序列 槇Ｘ的原始
值，包含了原始序列 Ｘ的数值和角度信息。因此，
利用该主对角线，可根据神经网络学习获得的高维

度特征似地重构时间序列［１４］。

２２　双通道并行卷积神经网络模型
ＰＣＮＮ包括两个支路，每个支路依次具有由卷

积层、批量归一化层、ＲｅＬＵ激活函数层、池化层、完
全连接层等组成。经过支路ＣＮＮ完全连接层之后，
展平、融合成１路，再经１个完全连接层，进入 Ｓｏｆｔ
ｍａｘ分类器处理后，输出设备状态分类数据。

卷积层的作用是，通过卷积运算能加强原始信

号的某些特征，提取出 ＧＡＦ图像中的的隐藏特征。
计算过程如下式：

ｘｊ
ｌ＝∑

ｉ∈ｍ
ｘｊ
ｌ－１×ｋｉｊ

ｌ＋ｂｊ
ｌ （８）

式中，ｌ表示层数；ｘｊ
ｌ表示第ｌ层的第ｊ个神经元；ｍ

表示上一层与当前层由连接的神经元个数；ｋ表示
权重；ｂ表示偏置。

为使ＣＮＮ网络能够设定较高的初始学习率，加
速模型收敛过程，在卷积层之后插入批量归一化层

（ＢａｔｃｈＮｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ），将数据进行归一化处理，
以提高网络的泛化能力，使得网络能够使用误差更

小的Ｌ２损失函数。
经过 ＢＮ层处理的数据，导入 ＲｅＬＵ激活函数

层。该层不仅增加了网络的非线性分割能力，同时

还避免了反向传播时的梯度消失问题。ＲｅＬＵ激活
函数公式如公式（９）所示：

ＲｅＬＵ（ｘ）＝ ｘ，ｉｆｘ＞０
０，ｉｆｘ≤{ ０

（９）

针对卷积、ＢＮ、ＲｅＬＵ依次处理后特征维数的增
加问题，采用池化层对数据进行缩放，以降低数据维

数，提取重要信息。池化层分为最大池化层和平均

池化层，本文采用最大池化层。

全连接层通常在ＣＮＮ的尾部，与上层所有的节
点相连接，以集成从前层提取的特征，并将输出值送

给分类器，完成输入图像到标签集的映射。由于其

完全连接的性质，全连接层的参数也是最多的，全连

接层表示如公式（１０）所示。
ｘｌｏ ＝ｆ（ｘｉ

ｌ－１×Ｄｉｏ
ｌ＋ｂｌ） （１０）

式中，Ｄｌｉｏ表示第ｌ层的学习参数。
３　设备状态识别流程

本文采用的ＰＣＮＮ识别设备检定状态的流程如
图１所示。

图１　设备检定状态识别流程示意图

Ｆｉｇ１Ｃａｌｉｂｒａｔｉｏｎｓｔａｔｕｓｉｄｅｎｔｉｆｉｃａｔｉｏｎｐｒｏｃｅｓｓｆｏｒｅｑｕｉｐｍｅｎｔ

设备一维时序数据经ＧＡＦ转化为二维ＧＡＳＦ和
ＧＡＤＦ图像，如图１所示，ＧＡＳＦ图像经一条支路输入
到ＣＮＮ１提取和场图像特征，ＧＡＤＦ图像经另一条支
路输入到ＣＮＮ２提取差场图像特征，实现两类高维图
像特征融合，再经ＰＣＮＮ模型识别设备状态。
４　设备状态分类与模型训练
４１　设备检定状态划分

按照每３个月为１个状态，将某红外发射率测
量设备检定周期内１２个月划分为４个周期，分别是
Ｇ１、Ｇ２、Ｇ３、Ｇ４；超过１２个月，最大延伸至１８个月，
也按照３个月分段，设置 Ｇ５、Ｇ６两个状态。因此，
设备的检定状态共有６个，如表１所示。

表１　设备检定状态分类
Ｔａｂ．１Ｃｌａｓｓｉｆｉｃａｔｉｏｎｏｆｅｑｕｉｐｍｅｎｔｃａｌｉｂｒａｔｉｏｎｓｔａｔｕｓ

状态 说明

Ｇ１ 检定周期内０～３个月

Ｇ２ 检定周期内３～６个月

Ｇ３ 检定周期内６～９个月

Ｇ４ 检定周期内９～１２个月

Ｇ５ 超检定周期０～３个月

Ｇ６ 超检定周期３～６个月
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４２　设备数据集
在试验环境下（室温２５℃、相对湿度９５％），

采集红外发射率测量设备信号，每次采集持续１０ｓ，
在采样时间期间，每０１ｓ读取一次，即采样频率为
１０Ｈｚ。数据集分为训练样本集和测试样本集，训练
样本和测试样本的比例为５∶１。

训练集：采集正常设备（在一个检定周期内，其

测量值和标准值偏差在合理范围内）一个检定周期

（１２个月）和超出检定周期６个以内的数据作为模
型训练样本。通过长期监控分布于多个地理区域、

不同环境、不同使用频率的设备，每个设备状态采集

５０个样本，共计３００个样本，作为训练集。
测试集：测试样本则选取正常设备不同检定状

态下的６０个样本。
４３　数据学习与训练

每个设备状态的５０个训练样本，经过ＧＡＦ变换，
将分别产生５０张１００×１００的ＧＡＤＦ和ＧＡＳＦ二维图
像，即每个ＣＮＮ支路输入ＧＡＦ图像总数为３００张。同
时，每个设备状态对应的１０条测试样本，将产生与状
态对应的１０张１００×１００的ＧＡＤＦ和ＧＡＳＦ二维图像，
也即每个ＣＮＮ支路输入图像总数为６０张。

设置ＰＣＮＮ模型的学习率为０００１，学习轮次为
１０轮，每轮最大迭代次数为２０次，最大迭代次数为
２００次，优化算法采用Ａｄａｍ算法［５］。运行模型，部分

ＧＡＦ图像如图２所示，训练和损失曲线如图３所示。

图２　部分ＧＡＦ图像

Ｆｉｇ２ＰａｒｔｉａｌＧＡＦｉｍａｇｅｓ

图３　训练损失曲线和准确率曲线

Ｆｉｇ３Ｔｒａｉｎｉｎｇｓｅｔｌｏｓｓｃｕｒｖｅａｎｄａｃｃｕｒａｃｙｃｕｒｖｅ

　　训练曲线显示，经过 ２７次迭代，准确率达到
９６０％，损失降低到２９６％；经过 ４０次迭代，准确
率达到１００％，损失降到０。且从第４０次迭代一直
到２００次迭代运算，准确率稳定在１００％，损失稳定
在０，无波动，表明该模型的收敛速度快且稳定，能
够快速预测出测试集的设备状态类型。

测试集中提供的６０个测试样本，总的预测精确
度达到９５０％，各个设备状态类型其预测结果如表
２所示。测试集与训练模型之间的对比结果显示，
除了状态Ｇ３之外，其他５个状态的精确度均达到
了１００％。而Ｇ３状态的精确度为７６９％，表明 Ｇ３
状态与其他状态的状态关联性较强，区分度不高。

为提高Ｇ３状态的预测精确度，可以采集类似设备
状态的数据，替换测试集Ｇ３标签的测试样本。

表２　测试集设备状态预测结果
Ｔａｂ．２Ｄｅｖｉｃｅｓｔａｔｕｓｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｆｏｒｔｅｓｔｓｅｔ

参数 Ｇ１ Ｇ２ Ｇ３ Ｇ４ Ｇ５ Ｇ６

精确率／％ １００ １００ ７６９ １００ １００ １００

５　检定状态预测试验
５１　试验对象

为了检验模型的预测能力和预测效率，分别准

备了１＃设备：超出检定周期６个月，设备状态为Ｇ６；
２＃设备：距离１２个月的检定周期还有１个月，设备
状态为Ｇ４。
５２　试验方法

首先，将１＃设备的１０条数据，依次划分为状态
类型Ｇ１、Ｇ２、Ｇ３、Ｇ４、Ｇ５、Ｇ６，共形成６０条新的测试
数据，这些数据构成了新的测试集。再将新测试集

数据，经过ＧＡＦ变换后，输入训练模型进行识别，通
过观察新测试集的混淆矩阵，预测设备１＃的检定状
态。接着，同设备１＃的方法，用设备２＃的１０条数
据，构成新的测试集，再经ＧＡＦ变换，作为模型的输
入，通过观察对应的混淆矩阵，判定设备２＃预测的
检定状态。

５３　预测结果分析
１＃设备构成新测试集，输出的混淆矩阵如图４

所示。可以看出，提供的１＃设备的１０条样本数据，
全部预测为类型Ｇ６，概率为１００％。预测为其他类
型的数量为０，概率为０。因此，可以说明，尽管１＃
设备在实际使用中，还有１个月即将满１２个月检定
周期，处于检定状态Ｇ４，但模型预测结果显示，其设
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备检定状态处于Ｇ６。表明，１＃设备的检定状态已经
超出设定的检定周期，需要提前进行设备的计量检

定，确保设备处于良好的技术状态。

图４　１＃设备对应的混淆矩阵

Ｆｉｇ４Ｃｏｎｆｕｓｉｏｎｍａｔｒｉｘｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏｄｅｖｉｃｅ１＃

图５　２＃设备对应的混淆矩阵

Ｆｉｇ５Ｃｏｎｆｕｓｉｏｎｍａｔｒｉｘｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏｄｅｖｉｃｅ２＃

基于２＃设备构建了新测试集，使用训练好的模
型，输出的混淆矩阵如图５所示。已知，２＃设备已经
过了规定的１２个月检定周期 ６个月，即处于状态
Ｇ６。但从图６可以看出，经过双通道 ＰＣＮＮ检定状
态预测模型预测，１０条样本数据中，２条被预测为状
态Ｇ３，概率为２０％，８条被预测为状态 Ｇ４，概率为
８０％，表明，２＃设备实际检定状态介于 Ｇ３和 Ｇ４之
间。若认为概率＞５０％即为确认状态，则表明２＃设
备检定状态为Ｇ４。

尽管该设备由于特殊原因，已经超过检定１２个
月规定的检定周期，但设备的实际状态更趋于 Ｇ４。
同时也表明，基于２＃设备目前的实际状态，还可以
使用该设备进行红外辐射特性的测量或者认定之前

使用该设备的测量偏差在合理区间。

６　结　论
结合ＧＡＦ和 ＰＣＮＮ建立的红外隐身涂层红外

发射率测量设备检定状态预测模型，经过训练和学

习，以及仿真和测试对比，结论如下：

（１）建立的红外发射率测量设备 ＧＡＦＰＣＮＮ
检定状态预测模型，预测准确率达到９５％以上，预
测准确率高速度快。

（２）对于预测准确率不高的样本数据，将继续
测量，并在此基础上重新对模型进行训练。

（３）建立的检定状态预测模型具有普适性，只
需调整神经网络参数，即可用于建立其他测试设备

检定状态预测模型。
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