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摘　要：远距离探测情况下红外目标无纹理特征、易受噪声和杂波干扰，属于弱特征目标，检测
难度大。将红外序列中的多尺度目标检测视为图像中的逐像素分割问题，更好适应复杂环境

下的小尺度目标；提出了基于注意力全卷积的弱特征目标分割方法，通过构建时域显著图，将

源自不同相机的图像在同一空间进行表征，提高模型的泛化能力和收敛速度；通过注意力机制

自适应学习双模态多层次信息，强化对目标区域的特征学习能力。利用实测数据和仿真数据

对检测方法在不同条件下的性能进行了对比分析，实验结果表明，所提方法能够有效提升多尺

度弱特征目标检测性能。
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１　引　言
红外探测技术被广泛应用于军事和民用领域，

例如空中交通管制、小型无人机探测、战场监视、机

载红外搜索与跟踪、天基光学监视系统等［１－３］，具有

覆盖范围广、受天气影响小、可全天候工作、不主动

辐射信号、抗干扰性高等优点。在远距离探测情况



下，目标检测存在如下挑战［４－６］：

（１）目标在像平面上往往无纹理、几何、颜色等
特征，可用信息少。

（２）远距离条件下成像分辨率低，主要呈现为
斑点状，例如５像素，当观测距离较近时可达３００像
素，甚至更大，目标尺度变化范围大，形状不规则。

（３）红外探测机制主要感知热辐射，难以直观
反映目标本体形态，且不同相机的分辨率、灵敏度等

各不相同，目标和背景的差异性建模难度大。

（４）热辐射信号受大气衰减作用影响，目标被
大量相机噪声、背景杂波等淹没，特别是容易被云

层、树木、建筑物等干扰。

具备上述特点的目标可称之为弱特征目标。弱

特征目标检测是远距离红外感知系统（图１）的首要
环节，直接影响系统级性能，在传感器性能难以提升

条件下，研究自适应不同场景的弱特征目标检测技

术对增强远距离探测系统的整体效能十分重要。

（ａ）天基广域监视系统

（ｂ）机载红外搜索跟踪系统

图１　远距离红外探测应用

Ｆｉｇ．１Ｒｅｍｏｔｅｉｎｆｒａｒｅｄｄｅｔｅｃｔｉｏｎｓｙｓｔｅｍ

目前，目标检测一般包括两类方法：基于经验驱

动的传统检测方法、基于数据驱动的智能检测方法。

基于经验驱动的传统检测方法，一般包括背景

抑制、阈值分割等步骤，对人的经验依赖程度高，以

不同滤波器的形式设置多种规则，例如顶帽（Ｔｏｐ

ｈａｔ）滤波［７］、ＬＣＭ［８］、ＲＬＣＭ［９］等，滤波器的尺度和

权重是预先设定的。此类方法的优点是可解释性

好，数学模型清晰；缺点是主要适用于线性特征建

模，对复杂非线性特征的建模能力弱，当目标形态与

滤波器假设不同时，检测性能退化明显，难以在不同

场景中自适应调整。

基于数据驱动的智能检测方法，模仿生物神经

网络，建立深层人工神经网络，从海量数据中自动挖

掘目标和背景的差异特征，目前主要以深度学习方

法为代表。此类方法的优点是自动学习能力强，在

学习过程中对人工干预需求少，通过多层神经网络

级联可更好建模深层模糊特征；缺点是可解释性弱，

针对性的神经网络架构设计是核心难点。

目前人工智能技术，在计算机视觉领域发展迅

速，但所针对的目标主要是近景成像中的有形态物

体（人脸、车辆、动物等），以输出合理的目标框为目

的，例如ＦａｓｔｅｒＲＣＮＮ［１０］、ＹＯＬＯ［１１］、ＳＳＤ［１２］。由于红
外监视的特殊用途，对弱特征目标（图２）检测的研
究较少，上述方法难以直接应用于尺度较小的弱特

征目标检测。

图２　弱特征目标和有形态物体示例

Ｆｉｇ．２Ｅｘａｍｐｌｅｆｏｒｗｅａｋｆｅａｔｕｒｅｔａｒｇｅｔａｎｄｓｈａｐｅｄｏｂｊｅｃｔ

针对远距离探测条件下红外序列中弱特征目标

检测问题，本文将目标检测视为逐像素分割问题，提

出基于注意力全卷积的弱特征目标分割方法，采用

自注意力学习等方式强化不同层级特征、不同相关

性特征的自主融合学习，提升复杂条件下多尺度目

标检测性能。

２　基于注意力全卷积的弱特征目标分割
２．１　整体算法架构

在计算机视觉中，目标检测指的是用边界框

（Ｂｏｕｎｄｉｎｇｂｏｘ）将目标大概位置框出，不追求精确到
每个像素；语义分割指的是判决每个像素的属性，属

于逐像素处理。考虑到弱特征目标的尺度相对较

小，边界框过大则丧失检测意义，边界框过小则难以

保证性能。因此，本文将弱特征目标检测问题直接

建模为二分类图像分割问题，每个像素的属性包括

两类（目标或背景），更好实现远距离探测下动态多

尺度目标提取。

考虑到对弱特征目标分割的任务需求，受 ＵＮｅｔ
启发［１３］，建立多尺度特征学习网络，更好适应动态多
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尺度目标。主要思想是采用多卷积层和池化层进行

多次下采样，每进行一次下采样感知野就扩大一次。

通过多次感知野扩大，可学习不同尺度中的图像特

征，有利于背景中较大范围内的结构特征学习（例如

较大的云层、建筑物等），更好抑制连续性背景成分。

但与有形态物体不同，在弱特征目标检测中，每

个像素的判决结果都十分有意义，因此需要通过连

续反卷积实现上采样，更好的保留连续像素细节信

息，如图３。

图３　本文算法整体架构
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在网络框架中，主要步骤包括以下几点：

（１）图像配准：利用 ＳＩＦＴ算法［１４］，从当前帧和

参考图像中提取特征点，生成特征向量并进行匹配，

根据匹配结果计算帧间几何变化，从而降低相机运

动的影响。

（２）时域显著图构建：通过多帧差分预处理剔
除明显背景成分，使网络集中学习较难区分的目标

和杂波。实验表明，通过多帧差分大部分背景得到

抑制，且多帧差分法相较于深度学习方法处理算法

简单，能够提高整体算法的处理时效，一定程度上也

强化了时域信息利用。

（３）双模数据特征学习：将原始图像和时域显
著图分别进行卷积和下采样，基于时域显著图的学

习突出时域变化成分之间的相关性，基于原始图像

的学习突出空域相关性，二者结合更好学习背景和

目标之间的时空差异。

（４）通过跳层连接进行特征融合：在多次下采
样过程形成了多尺度浅层特征，在多次上采样过程

中形成了多尺度深层特征。浅层特征更接近原始信

息，细节丰富，但感知野小，非线性化表征程度低；深

层特征感知野大，且非线性化表征程度高，但容易缺

失细节特征。在多个网络层级设计跳层连接，将浅

层特征与深层特征拼接，进行一体学习，实现更丰富

维度特征融合。

（５）通过注意力机制进行自适应权重学习：为
加快网络收敛速度，在融合原始图像和时域显著图

学习结果的基础上，重点突出目标局部区域，设计自

注意力机制，对于目标相关的疑似区域加强学习关

注度，以有限参数聚焦目标区域。

（６）目标分割后处理：对网络输出预测结果进
行二值化分割，并对疑似目标像素进行形态学滤波，

获得完成目标像素。

２．２　时域显著图构建
为将不同相机生成的图像进行解耦，将多模态

数据解耦至相近属性空间。本文通过预处理构建时

域显著图，本质上是通过当前帧与序列中历史多帧

分别进行差分预处理，突出所关注的目标运动或目

标辐射强度变化的像素。红外图像中背景杂波起伏

大，弱特征目标尺度较小且与背景界限不明显，传统

单帧差分方法可能会出现目标重叠区域被抵消，背

景未对齐被增强的情况。为了利用序列信息来降低

上述误差，本算法进行多帧差分并对相应像素按位

与叠加。

将与当前帧的前后间隔为τ的多帧做配准和差
分，将叠加帧差图灰度化作为当前帧的背景抑制，流

程图如图４所示。具体流程如下：
（１）对于当前帧图像 Ｉｃ，寻找在同序列中有步

进τ的多帧图像Ｉｉ。对于所用红外小目标序列数据
集，如果取较远帧做差分，时间间隔过长，背景内部

相对运动，造成无法抑制的背景杂波，引发虚警，降

低检测准确率；如果取相邻帧做帧差，由于无人机等

目标距离航拍设备远，常态运动速度较慢，目标会产

生重叠，帧间相减会导致目标重叠部分被抵消，检测

率降低。选取多帧Ｉｉ，使其与Ｉｃ有步进间隔τ，能减
少重复特征并减少目标重叠情况，且多帧图叠加能

增加目标的能量。因此，为了减少检测误差，提升检

测准确率，本文采用多帧帧差进行背景抑制。

（２）对选取的 Ｉｉ，以当前帧为参考配准。由于
采集序列图像时相机晃动等因素影响，实测数据的
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相邻帧间的背景可能会有旋转、位移、拉伸。直接帧

差背景抑制的背景难以匹配。对帧差对象Ｉｉ以当前
帧做参考配准，再进行差分，降低相机运动的影响。

（３）对配准后的多 Ｉｉ与当前帧分别做截 ０处
理。与可见光图像相比，红外图像测量的是物体的

热辐射信号，在图像中目标和背景等属于正叠加效

应。因此，相减为负的被减方为背景，将这部分的灰

度值截断为０。
（４）将帧差后的序列叠加得到当前帧差分图

像。灰度图的像素数据范围是０－２５５间的整数，多
个像素叠加的结果可能会大于最大范围，为了防止

叠加后像素值溢出，本文没有直接将图像像素的相

应位置相加，而是对图像像素进行按位与操作。

对序列中的每一帧重复步骤（１）～（４）实现背
景抑制。

图４　时域显著图构建流程图

Ｆｉｇ．４Ｔｈｅｆｌｏｗｃｈａｒｔｏｆｔｉｍｅｄｏｍａｉｎｓａｌｉｅｎｃｙｉｍａｇｅ

不同场景下构建的时域显著图如图５所示，可
见针对不同的地物背景，目标并未丢失，且大部分背

景得到抑制。且预处理相较于神经网络方法时延消

耗非常小，能够提高算法整体处理时效。此外，通过

帧间差分，构建的时域显著图，抑制了不同相机、不

同场景的数据差异，提高网络鲁棒性。

图５　时域显著成分示意图

Ｆｉｇ．５Ｔｈｅｔｉｍｅｄｏｍａｉｎｓａｌｉｅｎｃｙｃｏｍｐｏｓｉｔｉｏｎ

２．３　基于注意力机制的双模态特征学习
神经网络中的注意力机制与神经网络均为仿生

技术。注意力机制以人体视觉选择注意力为蓝本，

借鉴人体通过扫视聚焦关键区域信息的能力。由于

注意力机制形式简便，通常不会提高模型的复杂度，

被广泛应用于深度学习领域［１５］。

注意力的计算公式如下：

ＩｉＡＱ，( )Ｓ＝∑
Ｌｓ

ｉ＝１
ＲＱ，Ｋ( )

ｉＶｉ （１）

Ｑ是目标中的某个元素；Ｓ是输入序列；Ｌｓ是Ｓ的长
度；Ｋ是 Ｓ的一个元素；Ｖ是对应元素的值；
ＲＱ，( )Ｋ 代表输入元素对输出元素的相关性或相似

性，作为输入的权重影响注意力的聚焦程度；

ＡＱ，( )Ｓ代表输入序列对输出元素的注意力多少。

通过注意力门，网络将注意力聚焦在与目标相

关性高的输入上。相关性高的输入，其 Ｒ大，对 Ｑ
的权重高。如果 Ｒ的取值范围为［０，１］，被认为是
ｓｏｆｔａｔｔｅｎｔｉｏｎ；如果Ｒ的取值为０或１，被认为是ｈａｒｄ
ａｔｔｅｎｔｉｏｎ。ｓｏｆｔａｔｔｅｎｔｉｏｎ被用于分类、分割、检测、生
成模型、视频处理等，本文采用该方式。

通常情况下，目标检测仅需要考虑与目标相关

性强的区域，聚焦目标区域能够节省计算资源，且提

升目标特征提取准确性。在原始 ＵＮｅｔ等网络中需
要在反卷积层重新对目标区域定位，浪费网络训练

资源，收敛变慢。

针对小目标检测需求，本文在网络的跳层连接

处加装注意力门模块，如图６所示，对不同层次的空
域特征进行自适应权重调整。

Ｘｌ是跳层连接的输入特征图，是反卷积层同层
的池化层的输出。ｇ是网络在前一层反卷积层的输
出。Ｘ^ｌ是本文经注意力门处理后的跳层连接输入特
征图，与跳层连接恒等变换相比，由于Ｘｌ参考了与ｇ
中目标特征的相关性，在目标区域的特征权重会加
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强，在非目标区域会受到抑制，网络对小目标特征提

取的准确性会加强。

为了更好实现时空信息融合，本文对双模态数

据同步进行学习，基于原始图像的学习和基于时域

显著图的学习，分别利用了时域运动信息和空域相

关信息。本文中，注意力机制的输入是双模态学习

的综合结果。

图６　注意力全卷积神经网络结构

Ｆｉｇ．６Ｔｈｅａｒｃｈｉｔｅｃｔｕｒｅｏｆｆｕｌｌｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌ

ｎｅｔｗｏｒｋｗｉｔｈａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ

注意力门的具体作用流程如下：

（１）对Ｘｌ下采样使Ｘｌ和ｇ尺寸相同。
（２）Ｘｌ和ｇ分别进行核为１×１×１的卷积得到

ＷＴｘＸ
ｌ与ＷＴｇｇ。

（３）对ＷＴｘＸ
ｌ与ＷＴｇｇ做线性相加再用ＲｅＬＵ函数

激活。

（４）对步骤３的输出做１×１×１卷积，再经过
ｓｉｇｍｏｉｄ函数激活。

（５）对步骤４的输出进行上采样得到Ｘｌ的注意

力权重α，α乘以Ｘｌ得到注意力加权输入 Ｘ^ｌ。
３　实验设置及评估
３．１　红外弱特征目标数据集特点

红外弱特征目标序列数据集较少，检测物体一

般为飞机、舰船等，红外弱特征目标数据集与物体检

测领域的可见光数据集相比存在多个差异。下面针

对红外弱特征目标数据集的特点进行介绍。

３．１．１　红外目标数据集为灰度图
红外小目标数据集用红外相机拍摄，一般呈现

灰度图。灰度图中的像素只有单通道，用灰度表示，

位深一般为 ８。比较而言，可见光拍摄的图片有

ＲＧＢ三原色，要用三通道 ２４位深表示，信息更为
丰富。

３．１．２　红外目标数据集的目标特征少
红外图像的灰度值由温度决定，目标核心部分

的温度高，外围温度低，呈现灰度梯度同心圆。相对

而言，可见光目标往往有颜色差异，具有纹理特征。

如图７，红外无人机检测图所示，发动机部分往往温
度高，灰度值大，在目标中所占像素有限，但机翼部

分的温度较低，与背景对比度低，难以准确提取目

标。只有机身１／６的部分灰度值大于周围背景，且
该部分灰度值大于２００的像素有６个，大于１８０的
也仅有２２个，周围的平均灰度为１５０。且红外图像
往往成像距离长，目标所占像素少，无法提供足够的

纹理及形状信息。

３．１．３　红外目标数据集的分辨率低
红外手段测量的是物体向外辐射的热量，热量

辐射后杂波干扰严重，相对而言，分辨率、信噪比均

比可见光图像低，且目标与背景边界模糊，检测难度

更高。

图７　无人机探测红外图像

Ｆｉｇ．７Ｔｈｅｕｎｍａｎｎｅｄａｅｒｉａｌｖｅｈｉｃｌｅｉｎｉｎｆｒａｒｅｄｉｍａｇｅ

３．２　真实数据集设计及分析
本文的真实数据集采用空天杯的红外序列数据

集［１６］。拍摄由无人机航拍完成，拍摄目标为无人

机。数据集所用背景包括天空、山、森林、地物等。

其中真实数据集从原数据集中剔除了模糊图片，

最终选定了２２段共３５２帧航拍红外无人机序列作为
本文数据集，每段序列截取１６帧，每帧图像大小２５６
×２５６像素，在Ｌａｂｅｌｍｅ上对数据集进行了标注。
真实数据集中的小目标在全图中的像素及占比

如表１所示。在真实数据集中大部分目标尺寸小于
１５×１５像素，与原图尺寸的相对占比小于５．８６％。
如图８所示，目标最小像素数约５个，最大像素数约
２９５个，相差５０倍以上，属于大动态多尺度目标。
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表１　真实数据集中不同尺度目标占比
Ｔａｂ．１Ｐｒｏｐｏｒｔｉｏｎｏｆｔａｒｇｅｔｓｗｉｔｈｄｉｆｆｅｒｅｎｔ

ｓｉｚｅｓｉｎｒｅａｌｄａｔａ

目标像素数 目标数量 占比／％

（０，２５］ １１７ ３３

（２５，８０］ ９０ ２６

（８０，１００］ ９７ ２８

（１００，２２５］ ３２ ９

（２２５，３００］ １６ ５

（０，３００］ ３５２ １００

图８　最小和最大尺度目标

Ｆｉｇ．８Ｔｈｅｓｍａｌｌｅｓｔｔａｒｇｅｔａｎｄｔｈｅｂｉｇｇｅｓｔｔａｒｇｅｔ

３．３　仿真数据集设计及分析
真实数据集的数据量少，且目标运动、尺度等种

类少，为了充分训练网络，本文制作了红外弱特征目

标序列仿真数据集，在数据集中仿真了不同目标尺

寸、灰度、运动及相机运动情况。

仿真数据集的背景图像源自真实红外数据集，

其图像从数百个不同场景中选择，背景具有代表性

和真实性。选取 ３３０个不同图像背景，设计成
１３２００段仿真红外小目标序列。仿真数据集用每个
真实图像制作出４０段随机背景，并在仿真背景上各
模拟一段红外小目标序列的运动，每段序列有５帧
图像，每帧图像大小均为１２８×１２８。
３．３．１　仿真数据集背景设计

仿真数据集的背景由真实背景剪切、旋转、翻

转、拼接而成。首先在单帧真实红外图像中随机剪

切多个大小为１２８×１２８的不含目标的背景作为仿
真数据集的背景源，然后将这些背景源旋转、翻转，

从这里面选取９个来自同一帧图像的背景源紧凑拼
接为大小为３８４×３８４的仿真背景。

每张真实红外图像的背景用随机算法组合得到

４０段仿真背景，背景源相同的仿真背景会被一起分
配，以保证对算法泛化能力的准确评估。序列按照

７：２：２的比例分配到训练集、测试集、验证集内。训
练集共有２１０个背景，测试集共有６０个背景，验证
集共有６０个背景。
３．３．２　仿真数据集目标设计

目标尺度动态变化，例如 ５×５、１０×１０、１５×
１５，代表不同大小的目标。目标灰度为动态变化，代
表不同强度的目标。目标设定为随机向上下左右四

个方向做匀速直线运动，目标运动速度动态变化，以

模拟目标在短时间内的运动。目标各种参数的出现

权重均相同，以设置对照。

３．３．３　仿真数据集运动设计
仿真数据集在已有目标和背景的基础上，仿真

了多段连续运动目标。为更好的模拟动态背景和静

态背景，相机也设置了运动和抖动，每次选取一定区

域的背景，模拟相机保持原地或在上下左右四个方

向做匀速直线运动。相机运动速度动态变化，并且

相机在每帧会有５０％的概率向随机方向２个像素
内抖动。最后在图像上加标准差为２０的高斯噪声，
模拟各种各样干扰和噪声。

制作仿真数据集有两个目的：其一为扩充数据，

增加训练样本，避免欠拟合；其二为制作各类数据

集，对比算法在不同条件下的检测效果。

图９　真实数据集图片

Ｆｉｇ．９Ｉｍａｇｅｓｏｆｒｅａｌｄａｔａ

３．４　评价指标
本文用准确率、召回率、Ｆ１值和交并比（ＩｏＵ，

ＩｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒＵｎｉｏｎ）评价模型的优劣。首先对中
间变量进行介绍，虚警（ＦａｌｓｅＰｏｓｉｔｉｖｅｓ，ＦＰ）代表将
背景误判为目标，漏警（ＦａｌｓｅＮｅｇａｔｉｖｅｓ，ＦＮ）代表将
目标误判为背景。真阳率（ＴｒｕｅＰｏｓｉｔｉｖｅｓ，ＴＰ）代表
将目标正确预测目标。

准确率（Ｐｒｅｃｉｓｉｏｎ）与检测率同义，表示在预测为
目标的情况中，有多少是正确的真正目标。准确率低

代表虚警多，理想状况下的准确率为１，这时所有预
测出的目标均为实际目标。准确率计算公式如下。
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Ｐ＝ ＴＰ
ＴＰ＋ＦＰ （２）

召回率（Ｒｅｃａｌｌ）表示在实际样本中，有多少是
正确预测的。召回率与漏警相关。理想状况下的召

回率为１，这时所有目标均被正确预测。召回率低
代表漏检多。召回率计算公式如下。

Ｒ＝ ＴＰ
ＴＰ＋ＦＮ （３）

Ｆ１值为准确率和召回率的调和平均数，用于测
量不均衡数据的精度。准确率和召回率越高，Ｆ１值
越高，检测的总体性能越好。Ｆ１值计算公式如下。

Ｆ１ ＝
２

１
Ｐ＋

１
Ｒ

＝２×Ｐ×ＲＰ＋Ｒ （４）

ＩｏＵ交并比是实际样本与预测样本的交集面
积／并集面积，同样是准确率和召回率的变形，ＩｏＵ
比Ｆ１指数更小，但可以与图形直观对应，理想状况
下交并比为１，这时预测样本与实际目标重合。交
并比计算公式如下。

ＩｏＵ＝ ＴＰ
ＴＰ＋ＦＰ＋ＦＮ （５）

４　实验结果及分析
本节用仿真实验分析所提检测算法的性能，进

行了不同算法性能对比分析、多类型场景性能分析、

注意力门影响对比分析、时域显著图预处理影响对

比分析。

运 行 算 法 的 ＧＰＵ 为 ＮＶＩＤＩＡ ＧＥＦＯＲＣＥ
ＲＴＸ１６５０，显存４Ｇ，网络采用４层卷积，初始学习率
０．０１，采用Ａｄａｇｒａｄ优化器以及ＤＩＣＥ损失函数。下
面分别对上述对比实验进行详细介绍。

４．１　不同算法性能对比
对传统序列小目标检测方法（帧差法）［１７］、ＵＮ

ｅｔ网络方法［１３］和本文设计方法在４段航拍真实红
外序列数据集上进行性能对比分析，测试结果分别

如表２所示。
从表２可知，检测性能上本文算法 ＞ＵＮｅｔ算

法＞传统帧差法。下面选取典型目标序列进行分
析，结果如图１０所示。

从准确率情况分析，当目标与背景的灰度相近

时，传统帧差法要权衡阈值控制虚警率和漏警率平

衡，在二值化分割时保留了较多的背景高灰度点，且

对帧差法来说，无法将目标无人机外围低温低灰度

部分正确分类，正确检测率和提取目标像素完整性

偏低。而深度学习算法能学习到目标的空间分布特

征，且所提算法由于添加注意力机制，对目标空间特

征学习更强，能够准确提取目标的边缘部分，分割更

准确，正确检测率更高。

表２　不同方法测试结果
Ｔａｂ．２Ｔｈｅｔｅｓｔｒｅｓｕｌｔｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓ

算法 准确率／％ 召回率／％ Ｆ１／％ ＩｏＵ／％

传统帧差法 ５０．７１ ４５．３１ ４２．０３ ２８．４５

ＵＮｅｔ算法 ６８．４０ ７２．２６ ６９．９６ ５３．９５

本文算法 ９３．９５ ８０．６６ ８６．７９ ７６．７８

图１０　不同算法的结果比较

Ｆｉｇ．１０Ｔｈｅｒｅｓｕｌｔｏｆｄｉｆｆｅｒｅｎｔｍｅｔｈｏｄｓ

从虚警情况分析，传统帧差法的虚警背景中存

在较多空间高频杂波，特别是建筑物边缘，深度学习

方法能够感知整体背景分布，虚警较少，其中所提方

法的虚警最少，对背景的抑制最强。

实验证明，所提算法运用目标提取更准确，运用

空间注意力，对空间特征提取更精准。比较而言，实

现了对检测交并比、Ｆ１值、准确率和召回率的综合
提高。

４．２　多类型场景性能分析
对不同类型场景的仿真数据集进行对照实验，

采用的为同一个训练集、测试集、训练模型，并在不

同条件下验证检测效果。为不同的目标强度、目标

大小、目标运动速度、相机运动速度、相机抖动序列

数据分别设置验证集，评估算法的泛化能力和鲁

棒性。
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　　验证集包含６０个共同背景，每一个验证集在一
个背景下有４段序列，共计２４０段序列。动态背景
实验组的灰度为２２３，目标大小５×５像元，目标运
动速度３像素／帧，相机运动速度１像素／帧，相机无
抖动。静态背景为第４组，既为实验组又为对照组，
对照组除一项不同外与实验组无其他差异。网络在

不同场景的交并比、准确率、召回率、Ｆ１值如表３所
示。其中，第１－１组的目标灰度为１９１，第１－２组
的目标灰度为２５５，第２－１组目标运动速度为５像
素／帧，第２－２组目标运动速度为７像素／帧，第３
－１组目标大小为１５×１５像素，第３－２组目标大
小为１０×１０像素，第４组相机静止拍摄，第５组相
机带有３像元抖动。

表３　所提算法在不同场景的测试结果
Ｔａｂ．３Ｔｈｅｒｅｓｕｌｔｏｆｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄｉｎ

ｄｉｆｆｅｒｅｎｔｓｃｅｎｅｓ

组别 准确率／％ 召回率／％ Ｆ１／％ ＩｏＵ／％

总体 ９３．９５ ８０．６６ ８６．７９ ７６．７８

实验组 ９０．３２ ７９．１４ ８４．３６ ７２．９１

１－１组 ８５．０１ ７１．９９ ７７．９６ ６３．６４

１－２组 ９５．０９ ８５．２５ ８９．９０ ８１．６４

２－１组 ９３．９６ ７９．５２ ８６．１４ ７５．５５

２－２组 ９８．４１ ８１．０７ ８８．９０ ８０．００

３－１组 ９８．３７ ８４．６２ ９０．９８ ８３．４３

３－２组 ９８．６３ ８４．４５ ９０．９９ ８３．４５

４组 ９２．５６ ８０．７７ ８６．２６ ７５．７０

５组 ９３．２２ ７９．１５ ８５．６１ ７４．７１

下面对比实验组与各情形下检测性能，分析虚

警和漏警原因：

（１）从实验组与第１组的对比中可见，随目标
灰度的升高，交并比、准确率、召回率、Ｆ１值均有提
高，且提高幅度较均匀。召回率的提升比准确率提

升更大，灰度上升３２时，召回率平均上升５％，准确
率平均上升７％。

（２）从实验组与第２组的对比中可见，随目标
运动速度提高，检测性能均有提高。这时准确率的

提升比召回率提升更大，且速度越快，提升越快，准

确率的提升比召回率更明显。

初步分析，背景运动速度慢或静止，而目标运动

明显，通过目标位移规律可以将目标和噪声区分。

目标运动速度变快，提高了目标的检测率，同时降低

噪声的虚警率，召回率也有所上升。

（３）从实验组与第３组的对比中可见，目标尺
寸从５到１０，检测性能均有提高，尺寸从１０到１５各
项检测指标的变化不大。

初步分析，三种尺寸的图片数量一致，不存在数

据集中某种尺寸出现多，而导致精度更高的问题。

因此，可能有两方面的原因导致５×５的小目标检测
性能下降：一是小目标与杂波尺寸相近，小目标被分

类为杂波或杂波被分类为小目标；二是小目标在特

征提取的过程中能被提取的特征更少，这些都不利

于小目标检测。

（４）从实验组与第４组的对比中可见，相机静
止的检测性能均比实验组高，其中准确率升高２％，
召回率升高１％。

对序列背景运动变化的影响进行分析，根据仿

真数据集的设计，目标和相机会随机在上下左右四

个方向运动，有１／４的可能性运动方向相同，１／４的
可能性运动方向相反。运动目标检测的背景按相机

是否运动可分为静态背景和动态背景，相机为了保

持稳定避免运动模糊，往往运动速度不会太快，仿真

数据集中背景的最大运动速度为２像素／帧，小于目
标的最小运动速度３像素／帧，在动态背景下，区分
背景与目标的难度增大。

（５）在第４组的静止拍摄基础上加入随机抖动
得到第５组，从第４、５组的对比中可看出，相机抖动
会降低检测召回率，导致交并比与Ｆ１值下降。相机
抖动的序列中，部分目标的运动速度降低，可能会被

误判为背景杂波，造成漏警，召回率下降。

上述分析了目标强度、目标大小、目标运动速

度、相机运动速度、相机抖动因素对检测性能的影

响，总体而言本文算法对不同场景下的弱特征目标

的鲁棒性较好。

４．３　注意力机制影响分析
为了分析注意力机制的影响，在训练序列仿真

数据的基础上，对跳层连接输入的浅层特征加入空

间注意力门。二者损失函数和 Ｆ１值随训练迭代次
数变化如图１１所示。

与原始ＵＮｅｔ网络相比，加入注意力门后网络的
损失更早收敛，且收敛后的损失相差不大。从Ｆ１的
变化来看，加入注意力后的 Ｆ１值更大，检测效果比
未加注意力的时候更优。
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图１１　对比注意力门的Ｆ１值和损失迭代图

Ｆｉｇ．１１ＴｈｅｃｏｍｐａｒｉｓｏｎｏｆｌｏｓｓａｎｄＦ１

结合损失和 Ｆ１值的变化图可知，加入注意力
机制后能节省计算资源，收敛更快，加快网络训练

和收敛速度，加注意力门的训练时间为原网络的

７０％左右。且网络在目标区域的注意力权重增
加，在背景区域的注意力权重减少，对目标分割更

精准。

４．４　时域显著图预处理影响分析
本实验首先对原图进行时域显著图预处理，再

将预处理的输出送入神经网络训练。为了分析预处

理的影响，将该算法的在训练过程中的Ｆ１值和损失
变化情况与未做预处理时对比，评估二者各方面检

测性能的差异。

在图１２中，圆形点线为不做时域显著图预处理
的训练Ｆ１值和损失，三角形点线代表预处理后的训
练Ｆ１值和损失。从 Ｆ１值的变化对比可知，加入时
域显著图预处理后收敛加快，训练所需时长是不做

预处理的６０％。从损失的变化情况可见，没有预处
理的损失曲线的损失较大，在２０次迭代后就一直在
７５％到８５％区间波动。而预处理后的损失曲线的

中值一直在下降，在１００次迭代时的中值与不预处
理的５００次左右的损失相当，在 ２７０次迭代附近
收敛。

图１２　时域显著图对Ｆ１值和损失迭代影响图

Ｆｉｇ．１２ＩｎｆｌｕｅｎｃｅｏｆｓａｌｉｅｎｃｙｍａｐｆｏｒｌｏｓｓａｎｄＦ１

仿真结果证实，采用时域显著图预处理，一方面

可以实现背景抑制并增强目标，对提升检测率与召

回率均有帮助；另一方面强化对运动特征的关注，特

征更加稀疏，减少了网络需要学习的特征量，使损失

下降更快，模型更早达到收敛。

５　结　论
远距离探测条件下红外序列中目标属于弱特

征目标，为检测此类目标，提出了基于注意力全卷

积的弱特征目标分割方法，首先采用多帧差分叠

加构建时域显著图，将不同相机中的变化成分在

同一域中表征，强化对运动特征的学习，继而构建

深度学习网络从时域显著图和原始图像中同步学

习时空特征，并通过注意力机制从综合多维特征

中自适应学习目标相关信息。通过真实数据和仿

真数据测试表明，在真实多类型场景中，本文方法

对大小相差 ５０倍以上的目标平均检测准确率优
于９３％。
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［１１］Ｊｒｅｄｍｏｎ，ＤｉｖｖａｉａＳ，ＧｉｒｓｈｉｃｋＲ，ｅｔａｌ．Ｙｏｕｏｎｌｙｌｏｏｋｏｎｃｅ：

ｕｎｉｆｉｅｄ，ｒｅａｌｔｉｍｅｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎ［Ｃ］／／ＩＥＥＥＣｏｎｆｅｒｅｎｃｅ

ｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ），

２０１６：２７－３０．

［１２］ ＬｉｕＷ，ＡｎｇｕｅｌｏｖＤ，ＥｒｈａｎＤ，ｅｔａｌ．ＳＳＤ：ｓｉｎｇｌｅｓｈｏｔ

ｍｕｌｔｉｂｏｘｄｅｔｅｃｔｏｒ［Ｃ］／／ＳｐｒｉｎｇｅｒＩｎｔｅｒｎａｔｉｏｎａｌＰｕｂｌｉｓｈ

ｉｎｇ，２０１６：２１－３７．

［１３］ＯｌａｆＲ，ＰｈｉｌｉｐｐＦ，ＴｈｏｍａｓＢ．ＵＮｅｔ：ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ

ｆｏｒｂｉｏｍｅｄｉｃａｌｉｍａｇｅｓｅｇｍｅｎｔａｔｉｏｎ．［Ｃ］／／ＭｅｄｉｃａｌＩｍａｇｅ

Ｃｏｍｐｕｔｉｎｇ ａｎｄ ＣｏｍｐｕｔｅｒＡｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ，２０１５：

２３４－２４１．

［１４］ＲａｆａｅｌＣＧ，ＲｉｃｈａｒｄＥＷ．Ｄｉｇｉｔａｌｉｍａｇｅｐｒｏｃｅｓｉｎｇ［Ｍ］．

４ｔｈＥｄｉｔｉｏｎ．Ｂｅｉｊｉｎｇ：ＥｌｅｃｔｒｏｎｉｃＩｎｄｕｓｔｒｙＰｒｅｓｓ，２０２０．（ｉｎ

Ｃｈｉｎｅｓｅ）

拉斐尔，查理德．数字图像处理［Ｍ］．第四版．北京：电

子工业出版社，２０２０．

［１５］ＶａｓｗａｎｉＡ，ＳｈａｚｅｅｒＮ，ＰａｒｍａｒＮ，ｅｔａｌ．Ａｔｔｅｎｔｉｏｎｉｓａｌｌ

ｙｏｕｎｅｅｄ［Ｊ］．ＡｄｃａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ

Ｓｙｓｔｅｍｓ，２０１７，３０：１－１１．

［１６］ＨｕｉＢＷ，ＳｏｎｇＺＹ，ＦａｎＨＱ，ｅｔａｌ．Ａｄａｔａｓｅｔｆｏｒｉｎｆｒａｒｅｄ

ｄｅｔｅｃｔｉｏｎａｎｄｔｒａｃｋｉｎｇｏｆｄｉｍｓｍａｌｌａｉｒｃｒａｆｔｔａｒｇｅｔｓｕｎｄｅｒ

ｇｒｏｕｎｄ／ａｉｒｂａｃｋｇｒｏｕｎｄ［Ｊ］．ＣｈｉｎａＳｃｉｅｎｔｉｆｉｃＤａｔａ，２０２０，５

（３）：２９１－３０２．（ｉｎＣｈｉｎｅｓｅ）

回丙伟，宋志勇，范红旗，等．地／空背景下红外图像弱

小飞机目标检测跟踪数据集［Ｊ］．中国科学数据，

２０２０，５（３）：２９１－３０２．

［１７］ＤｕＷＨ，ＬｉＤＸ，ＷａｎｇＱＮ，ｅｔａｌ．Ｍｏｖｉｎｇｔａｒｇｅｔｄｅｔｅｃ
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ｔｉｏｎａｌｇｏｒｉｔｈｍ［Ｊ］．ＳｃｉｅｎｃｅＴｅｃｈｎｏｌｏｇｙａｎｄＥｎｇｉｎｅｅｒｉｎｇ，

２０２２，２６（５）：１９４４－１９４５．（ｉｎＣｈｉｎｅｓｅ）

杜文汉，李东兴，王倩楠，等．融合改进帧差和边缘提

取算法的运动目标检测［Ｊ］．科学技术与工程，２０２２，

２６（５）：１９４４－１９４９．
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